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OZET

Misir Tohumlarinin Evrisimsel Sinir Aglar1 ve Hiperparametre

Optimizasyonu Kullanilarak Haploid ve Diploid Olarak Siniflandirilmasi

Sertug FIDAN
Canakkale Onsekiz Mart Universitesi
Lisansiistii Egitim Enstitiisii
Bilgisayar Miihendisligi Anabilim Dali Tezi
Danisman: Dr. Ogr. Uyesi Ali Murat TIRYAKI
31/08/2023, 68

Uretimi  kolay olmasi, &zellikle hayvan yemi olarak kullanilabilme olanag:
yliziinden misirin verimli bir sekilde tiretimi toplumumuzun siirdiiriilebilirligi agisindan
bliyiilk 6nem tasimaktadir. Gliniimiizde misir 1slahi i¢in kullanilan en popiiler yontem
Katlanmis Haploid (Doubled Haploid, DH)'tir. Bu yontemin kullanilmasinda en 6nemli
adimlardan birisi haploid tohumlarin, diploid tohumlardan ayrilmasidir. Bu siniflandirma
islemi genellikle egitimli teknisyenler tarafindan yapilmaktadir. Makine 6grenmesi
yontemlerindeki gelismeler sonucunda bu islem ¢esitli sensor verilerinden yararlanilarak
otomize edilebilir hale gelmistir. Bu ¢alismada, siniflandirma islemini gergeklestirmek i¢in
1230 haploid ve 1770 diploid misir tohumu goriintiisiinden yararlanilarak yeni bir
Evrisimli Sinir Ag1 (Convolutional Neural Network, CNN) model mimarisi gelistirilmistir.
Bu modelin hiperparametreleri Aga¢ Bazli Parzen Tahminleyicileri (Tree Based Parzen
Estimators, TPE) algoritmasindan yararlanarak optimize edilmistir. Uretilen yeni model
egitilebilen parametre sayist ve dogrulama skoru bakimindan (9 milyon parametre %94,66
dogruluk) VGG-19 modeline kiyasla (144 milyon parametre, %94,22 dogruluk) tohum

siniflamasinda daha basarili sonug elde etmistir.

Anahtar Kelimeler: Hiperparametre optimizasyonu, Evrigimli Sinir Aglari, Agac

Yapili Parzern Tahmincileri, Katlanmis Haploid.
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ABSTRACT

Classification of Corn Seeds as Haploid and Diploid Using Convolutional Neural

Networks and Hyperparameter Optimization

Sertug FIDAN
Canakkale Onsekiz Mart University
School of Graduate Studies
Master of Science Thesis in Computer Engineering
Advisor : Dr. Ogr. Uyesi Ali Murat TIRY AKI
31/08/2023, 68

The efficient production of corn is of great importance for the sustainability of our
society, due to its ease of production and the possibility of using it as animal feed. The
most popular method used for maize breeding today is Doubled Haploid (DH). One of the
most important steps in using this method is the separation of haploid seeds and diploid
seeds. This classification process is usually performed by trained technicians. As a result of
the developments in machine learning methods, this process has become automated by
using various sensor data. In this study, a new Convolutional Neural Network (CNN)
model architecture was developed using 1230 haploid and 1770 diploid corn seed images
to perform the classification process. The hyperparameters of this model have been
optimized using the Tree Based Parzen Estimators (TPE) algorithm. The new model
produced was more successful in seed classification compared to the VGG-19 model (144
million parameters, 94.22% accuracy) in terms of the number of trainable parameters and

validation score (9 million parameters 94.66% accuracy).

Keywords: Hyperparameter optimization, Convolutional Neural Networks, Tree

Based Parzen Estimators, Doubled Haploid.
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BIiRINCi BOLUM
GIRIS

Diinyada bugdaydan sonra en fazla iiretilen tahil tiiri misirdir. Misir tiretimi i¢in
kullanilan alanin %64'i gelismekte olan iilkelerde bulunmaktadir. Buna ragmen toplam
iiriin hasadinin sadece %43'0 bu bolgelerde gerceklestirilmektedir. Bu durumun genel
sebebi gelismis tilkelerde hektar basina diisen ortalama verimin, gelismekte olan iilkelere
gore daha yiiksek olmasidir. Gelismis lilkeler, gelismekte olan iilkelere oranla ayni1 miktar
alanda 2 kattan daha fazla verimlilik ile misir tiretimi gerceklestirebilmektedir. Bu farkin
sebepleri cevresel, teknolojik ve organizasyonel faktorlerden dolayr olusmaktadir
(Dowswell, 2019). Bu arastirma ile ilgilenilen konu teknolojik faktorlerden biri olan hibrit

musirlarin kullanimidir.

Kiiresel iklim degisikliginin yaratacagi en Onemli problemlerden biri yagis
rejimlerinde olugmasi beklenen diizensizliklerdir. Bu diizensizligin bazi tarimsal iiriinlerin
belirli bolge ve arazilerde iiretim devamliligimimi kaybetmesine veya rekoltede biliyiik
diisiisler goriilmesine yol agmasi beklenmektedir. Genel anlamda sicakligin artmasi ile
birlikte havanin su tutma kapasitesi her bir derecelik artis icin %7 oraninda artacagi igin
atmosfordeki su buharmin Oniimiizdeki senelerde gittikce yiikselmesi beklenmektedir
(WorldBank, 2022). Bu kirilganligin sebepleri olarak ulasim sisteminin yeterince iklimden
bagimsiz olmamasi, gida giivenligi sorunlari, artan su stresi ve 2021 yilinda gerceklesen
orman yanginlar1 gosterilmektedir. Atmosforde ki su buharinin artmasi ile lilkemizde
firtanalarin ¢ok daha etkili olabilecegi Ongoriilmektedir. Sicakligin yilikselmesi ile
bolgelere yagmasi beklenen kar miktarinin azalmasi, yagmur yagislarinin ise artmasi
beklenmektedir. Genel kani, kurak olmaya yakin bdlgelerin daha da kuraklasacag: diizenli
yagis alan bolgelerin ise ¢ok daha fazla yagis alacagi yoniindedir. Dolayisiyla iilkemiz igin

kurakliga ve asir1 yagisa dayamikli tohum {retilmesi biiylikk 6nem tagimaktadir.

Bitki 1slah programlarinin genel amaci, tohumlarda olusacak uygun alel (gen)
kombinasyonlarinin sikligini arttirmaktir. Misir 1slahi i¢in tarih boyunca uygulanan genel
yontem, poplilasyondaki iistiin bireylerin se¢imi, bu bireylerin kendi aralarinda
melezlenmesi ve sonrasinda olusan popiilasyon igerisinden yine iistiin bireylerin segilerek

onceki adimlarin tekrar edilmesi islemidir. Bu ydntem, tohum ¢esitlerinin ortama adapte



olmasi biiytlik 6l¢iide yardimci olsa da verimliligi yiiksek cesitlerin tiretilmesine uygun
degildir. Yirminci ylizyillda kendilenmig-hibrit kavrami gelisene kadar bu yontem
kullanilmaya devam edilmistir (Hallauer ve M.J. Carena, 2009). Kendilenmis-hibrit
yontemi ile istenilen ortama uygun ve hasat verimliligi daha yiiksek tohumlar {iretilebilir

hale gelmistir.

Kendilenmis-hibrit yontemi ile istenilen homozigotluk diizeyine ulagmak i¢in alt1
ile sekiz nesillik kendileme ve secilim islemine gerek duyulmaktadir (M. Carena vd.,
2010). Uretilen gesitlerin tescili de géz dniinde bulundurulursa bu islem yaklasik olarak 11-
13 yil siire almast beklenmektedir (Chaikam vd., 2019). Giiniimiizde bu siirenin
diisiiriilebilmesi i¢in alternatif yontem olarak Katlanmis Haploid (Doubled Haploid, DH)
yontemi kullanilmaktadir. Bu yontem sayesinde 1slah siiresi geleneksel yontemlere gore 6
sene kadar kisaltilabilmekte ve 1slah i¢in harcanan zaman, maliyetten kazang

saglanmaktadir (Bayhan vd., 2021).

DH teknolojisi sayesinde hibritlenme siirecinin hizlanmasinin yani sira daha verimli
ve dogru se¢ilim yapilmasina olanak saglamakta ve tohum nakliyesi, envanter yonetimi,
fidanlik dikimi ve iiretim hatlarinin bakimi islemleride kolaylasmaktadir (Prasanna vd.,

2012).

Haploid hiicreler, tam kromozom setine (2n kromozom, Diploid) sahip hiicrenin
mayoz bdliinme sonucu bu setin sadece yarisina sahip (n kromozom, Haploid) olmasi
durumunda olusmaktadir. DH iiretebilmek icin, haploid hiicrelerin sahip olduklar
genomun kopyalanmas1 islemi gergeklestirilmektedir. Ikinci kromozom seti orjinali ile
aynt oldugundan %100 homozigotluk (kromozomlarin {izerinde alleler ayni)
saglanmaktadir (homozygote, 2012). Bu homozigotluk yiiziinden ¢aprazlandiklari zaman
aym Ozellikleri gosteren nesiller iiretilebilmektedir. Kromozomlarin ikiye katlanmasini
tesvik etmek icin en verimli olan ve yaygm bi¢imde kullanilan islem kolsisin
uygulamasidir. Bu uygulamada kullanilan kolsisin kimyasali sayesinde haploidlerin yapay
olarak kromozomlar1 ikiye katlanmaktadir. Boylece gereken kromozom setine sahip
olmadiklart i¢in normalde iireme Ozelligi bulunmayan haploid hiicreler, diploid hale

getirilerek iireme 6zelligi kazandirilmaktadir (Chaikam vd., 2020).



Haploid hiicreler, ya erkek yada disi bitki genomunun sadece birine sahiptirler. Bu
yilizden pratikte sadece hiicrelerin belirli bir kism1 DH olusturma kabiliyetine sahiptir. Bu
kabiliyeti arttirmak i¢in hiicre icinde (in vivo) ve hiicre disinda (in vitro) gerceklenen
yontemler gelistirilmistir. Hiicre i¢inde (in vivo) bazli yontemlerden énemli 6rneklerinden
biri haploid indiikleyicilerin kullanimidir (Segui-Samarro vd., 2021). Haploid
indiikleyiciler sayesinde DH yonteminde kullanmak i¢in gerekli olan dogada ¢ok az sayida
bulunan haploid tohumlarin sayisinin arttirilmasi hedeflenmektedir. Dogada kendiliginden
bulunma orani %0.1 (Chaikam vd., 2019) olan haploidler, kullanilan indiikleyici tipine
gore %8 - %10 araligina ¢ikartilabilmektedir (Prigge vd., 2012).

DH hatlarinda isaret destekli se¢im kullanilmas1 (Marker Assisted Selection, MAS),
allellerin daha hizli ve verimli sabitlenmesini saglamaktadir (Chaikam vd., 2019). MAS
sayesinde hastaliklara, kurakliga direnci yiiksek, verimi yiiksek tohumlarin olusturulmasi
icin uygun DNA dizilerinin se¢ilmesi saglanmaktadir. MAS, sayesinde gelistiriciler
istenilen en uygun gen kombinasyonlar1 secebilmekte ve fenotipik degerlendirmeye olan
ihtiyac1 biiylik Ol¢lide azaltmaktadir. Bu sayede tohum {iretimi sirasinda harcanan
zaman,maliyet disliriilmekte ve c¢evresel faktorlerden olusan istenmeyen etkiler
azaltilmaktadir (Boopathi, 2020). MAS yo6ntemlerinden biri olan R1-Navajo (R1-nj) renk
isaretleyicisi, misirin tohum asamasinda haploid olup olmadiginin hizli ve kolay bir sekilde
belirlenmesine olanak saglamaktadir. R1-nj geni, misir taneleri iizerinde antosiyonin
pigmentasyonu iiretmektedir. Bu pigmentasyon haploid misir tohumlarinin belirlenmesi
icin yaygin olarak kullanilmaktadir. Navajo fenotipi bazi tohum g¢esitlerinde tamamen
baskilanabilmekte yada zayif bir ifade giicline sahip olabilmektedir (Chaikam vd., 2015).
R1-nj isaretleyicisine sahip misir tohumu eger diploid ise hem endosperm hem embriyo
bolgesinde mor renklenme goriilmektedir. Ancak misir tohum haploid ise renklenme
sadece endosperm bdlgesinde gerceklesmektedir (Veeramani vd., 2018). Bu bilgiden
yararlanilarak eger misir tohumunun cekirdeginde mor renklenme varsa tohum diploid,

yoksa haploid oldugu anlasilmaktadir.

Tohumlara ait renklenme bilgisinden yararlanarak tohumlar1 haploid ve diploid
gruplandirmak i¢in glinlimiizde kullanilan en yaygin yontem manuel incelemedir
(Veeramani vd., 2018). Bu yontemde uzmanlar her tohum i¢in (R1-nj'den kaynaklanan)

cekirdek bolgesinde renklenme olup olmadigini inceleyerek simiflandirma islemini



gerceklestirir. Renklenme tohumun genetik 6zelligine gore cekirdek iizerinde ¢ok kiigiik
bir noktada yada tohumun tamaminda gergeklesebilir. Ayn1 zamanda olusan renk ifadesi
yine tohumun genetik 6zelliklerine bagl olarak ¢ok acik yada koyu olabilmektedir. Bu
cesitlilikten  dolayr  tohumlarin  smiflandirilmasit  islemi  uzmanlar  tarafindan
gerceklestirilirken hata pay1 yiiksek olabilmektedir. Sniflandirma iglemi misir tanesi sayisi
g6z Oniinde bulunduruldugunda gerekli is giicii agisindan maliyetlidir (Melchinger,
Shipprack vd., 2013). Bu sebeplerden dolayr tohumlarin siniflandirilmasi isleminin

otomatiklestirilmesi biiylik 6nem tasimaktadir.

Literatiirde bu problemin ¢oziimii {izerine odaklanan ¢aligsmalar incelendiginde misir
tohumlarmin siiflandirilmast i¢in farkli yontemlerin kullanildigr goriilmektedir. Bu
yontemler; farkli veri kiimelerinden yararlanarak tohuma ait hiicrenin fiziksel veya
kimsayal 6zelliklerinin incelenmesi (Flow sitometri, Akis Sitometrisi) yontemi, tohuma ait
floresan spestroskopisinden yararlanilmasi, tohumun yakin kizildtesi spektrumuna
bakilmasi, terahertz zaman alanmi spektroskopisinin incelenmesi, RGB goriintii cekilmesi
sonucu tohuma ait veri elde edildikten sonra cesitli makine 6grenmesi yontemleri ile analiz

edilmesi olarak gruplanabilir.

Bu tez caligmasinin hazirlanma amact RGB bazli misir tohumu goériintiileri i¢eren
erisime agik veri kiimesinden yararlanilarak, hyperopt kiitiiphanesi yardimiyla dogrulama
skoru acisindan verimli sonu¢ veren Evrisimli Sinir Aglar1 (ESA) bazli yeni bir derin
O0grenme model mimarisi olusturmaktir. Uygun modelin olusturulabilmesi igin
hiperparametre uzayi tanimlanmis, Aga¢ bazli parzen tahminleyicileri yardimiyla
parametre uzayindan model mimarisini en iyileyen degerler secilmis bu degerlerden
yararlanilarak 150 farkli model iiretilmistir. Tez ¢alismasinda test verisi iizerinde en iyi
dogrulama skorunu elde eden 20 model arasindaki benzerlikler ve farkliliklar incelenmistir.
Calismada olusturulan hiperparametre uzayinin optimize edilebilmesi i¢in gelecekte
yapilabilecek gilincellemelere de yer verilmektedir. Tez kapsaminda literatiirdeki diger

caligmalardan farkli olarak hiperparametre optimizasyonu ger¢eklenmistir.



IKiNCI BOLUM
ONCEKI CALISMALAR

Bu boliimde tez ¢alismasinda kullanilan makine 6grenmesi, evrisimsel sinir aglari,
misir tohumu smiflandirma gibi yontem ve teknolojiler hakkinda bilgi sunulmaktadir.
Giliniimiize kadar literatiirde tanitilmig misir tohumlarmin makine 6grenmesi tabanh
siiflandirilmas: yontemleri incelenerek bu yontemlerin giiclii ve zayif yonleri boliim
icerisinde tartisilmaktadir. Ayrica, literatiirde Evrigimli Sinir Aglarinda parametrelerin
optimizasyonunun gerceklenmesi i¢in kullanilan ¢esitli yaklagimlar hakkinda bilgi

verilmektedir.

2.1. Makine Ogrenmesi

Makine 6grenmesi, belirli bir sonucu iiretmek i¢in programlamaya gerek duymadan
girdi verilerinden yararlanilarak istenilen ¢iktilarin iiretilmesini saglayan ve hesaplamalar
iceren bir siirectir. Makine 6grenmesi algoritmasi, gerceklestirilmek istenen gorevi daha iyi
bir bicimde tamamlayabilmek icin kendine ait mimariyi tekrarlama veya egitim yoluyla
uyarlamaktadir. Uyarlanmanin saglanabilmesi i¢in girdi ve bu girdilere karsilik gelen
ciktilardan yararlanilarak egitim gerceklestirilmektedir. Algoritma egitim sonrasinda daha
once goriilmemis verilerden istenen sonucu {iretmek i¢in kendisini yeniden
yapilandirmaktadir. Bu egitim, makine Ogrenmesindeki “0grenme” kismina karsilik
gelmektedir. Bir bilgisayar programimin verilen gorev siniflarina ait performansinin
tecriibeyle gelismesi durumunda o programin makine Ogrenmesinden yararlandigi

sOylenebilmektedir (Mitchell, 1997).

Egitim sonucunda, algoritmanin kendini uyarlamasinin bir¢ok yolu vardir. Girdi
verileri segilebilir ve agirliklandirilabilir, algoritma ayarlanabilme 6zelligine sahip sayisal
parametrelere sahip olabilir. Bu sayisal parametreler yinelemeli (iterative) optimizasyon
yoluyla optimum sonuglar iiretecek sekilde diizenlenebilir. Girdi verilerinden olasilik

dagilimlari belirlenebilir ve sonuglari tahmin etmek i¢in bu dagilim kullanilabilir.



Makine Ogrenmesi, bir hedefe ulasmak i¢in insanlarin duyusal sinyalleri nasil
isledikleri ve insanlarin bu sinyallerin islenmesini nasil &grendiklerini taklit etmeyi

amagclamaktadir. Ug tiir makine 6grenimi vardir (E1 Naga ve Murphy, 2015):

1) Denetimli 6grenme, her 6grenme Orneginde bir girdi (renk, koku v.b.), bu
girdiye ait bir etiket (elma, portakal) ile iliskilendirilmektedir. Boylece etiket ile ilgili
ozelliklerin tek tek programlanmasi yerine etikete ait 6zellikler, ger¢ek veriler lizerinden
tekrar tekrar deneyimlenerek etikete ait benzerlik ve farkliliklar sayesinde etiket ayirt
edilebilir hale getirilir. Basarili 6grenme sonucu daha once hi¢ goriilmememis girdilerin

uygun sekilde etiketlenebilmesi beklenir.

2) Denetimsiz 6grenme, bu yonteme 6rnek olarak hedef tahtasina dart atmaya
calisan bir cithazin, ¢alisma prensiplerini sabit bir sekilde programlamak yerine cihazin dart
attmi sonras1t hedef noktasina, her deneme sonrasi ne kadar yaklastigi Olgiilmesi
diisiiniilebilir. Olgiilen degerin minimize edilmesi igin cihazin parametreleri yeniden
olusturulur. Algoritma, egitim icin ayrilmis girdi verilerinden yararlanarak kendi yolunu

bulur. Denetimli 6grenmeye gore en biiyiik fark: etiketlerin tanimli olmamasidir.

3) Yar1 denetimli 6grenme, bu yontemde verinin bir kismi i¢in etiket var, bir
kismi i¢in yoktur. Etiketli kisim, etiketlenmemis kisimda bulunan bilginin 6grenilmesine
yardimci olarak kullanilabilir. Bu yontem dogadaki ¢ogu siirece uygundur ve insanlarin

becerilerini gelistirmek i¢in kullandig: siireci yakindan takip etmektedir.

Gilinlimiizde makine 6grenmesinden, orilintii tanima (Bishop ve Nasrabadi, 2006),
medikal uygulamalar (Cleophas vd., 2013), finans (Gyorfi vd., 2012), ekoloji (Fielding,
1999) gibi farkli alanlarda yararlanilmaktadir. Tez kapsaminda denetimli 6grenme

kullanilmastir.

2.1.1. Derin Ogrenme

Derin 6grenme (Deep Learning, DL), 2006 yilinda (Hinton vd., 2006) One
stiriilmiistiir. Yapilan bu calisma calisma yapay sinir aglar1 bazli olup rakamlara ait el
yazist goriintiilerinden yararlanarak etiket tahmini gerceklestirmektedir. Yontem, zamanin

en iyi simiflandirma algoritmalarma oranla daha iyi rakam smiflandirma sonuglar1 elde
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etmistir. Calisma yapay sinir aglar1 bazli aragtirmalara olan ilgiyi arttirmis, 6ne ¢ikan bir

konu haline gelmistir (Sarker, 2021).

Sekil 1’de goriilebilecegi tlizere derin 6grenme, yapay zeka ve makine 6grenmesi ile
ilgili yontemlerin bir alt smifi olarak diisiiniilebilir. Derin 6grenme ydntemlerinin,
kendilerine ait temel Ozellikleri ve bagimliliklar1 bulunmaktadir. Bunlardan ilki biiyiik
veriye olan bagimliliktir. Daha 6nce yapilan ¢alismalar (LeCun vd., 2015) derin 6grenme
yontemlerinin, veri hacmi kiigiik oldugunda genellikle diisiik performans ile calistiklarin
gostermistir. Yontemlerin bagka bir bagimliligt ise hacimsel anlamda biiylik miktarda veri
ile calisirken ihtiya¢ duyduklart donanim kaynaklarinin maliyetidir. Geleneksel makine
O0grenme yoOntemlerine oranla, hesaplama islemlerinin biiyiikliigiinden Otlirii verimli
calisma gergeklestirebilmek icin GPU donanimina ihtiya¢ duyulmaktadir. Genel anlamda
derin Ogrenmede, geleneksel makine Ogrenme yoOntemlerine oranla daha yiiksek
performansli bilgi isleme (High Performance Computing, HPC) ihtiyag oldugu sdylenebilir
(Coelho vd., 2017).

makinelere yada sistemlera

> insan davraniglarin ve Zekasini

uyarlamak

Makine
Ogrenmesi

olomatiklestimek icin gecmis
deneyimlerden yada verilerden
yararlanan yontermiler

> Cok katmanl sinir ajlarindan

\ > Analitik model olugturmay

Derin

Ogrenme

yvararlanarak hesaplama
iglemlen

Sekil 1. Derin 6grenmenin konumunun 6rnegi (Sarker,2021).

Derin 6grenmenin, geleneksel yontemlere oranla en biiylik avantajlarindan biri
derin Ogrenmenin, yiiksek diizeyli Ozniteliklerin veri {iizerinden otomatik olarak
cikartilabilmesine olanak saglamasidir. Bu sayede farkli problemler i¢in 6znitelik ¢ikarici
olusturmak i¢in gereken zaman, ¢aba ve maliyet indirgenmis olmaktadir (Deng, D. Yu vd.,
2014). Derin 6grenme yontemlerinin iki farkli dezavantaji bulunmaktadir. Bunlardan ilki
derin 6grenme bazli algoritmalarda kullanilan yiiksek egitilebilir parametre sayisindan
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otiirli egitim islemi geleneksel yontemlere oranla daha uzun siirmektedir (Xin vd., 2018).
Ikincisi ise derin dgrenme bazli ydntemlerin agiklanabilirliginin diisiik olmasidir. DL,
Kapal1 kutu (Black Box) yapisindan o6tiirli sonuca nasil ulasildigina dair kural yapisi ve
bilgi biitiiniiniin elde edilmesine olanak saglamamaktadir (Sarker, 2021). DL’nin,
geleneksel yoOntemlere gore en biiyiik avantaji egitim igin kullanilanilecek verinin
biiylimesi ile performansin bir noktadan sonra sabit kalmasi yerine siirekli artmasidir. Bu

performans karsilastirmasi Sekil 2 ile gosterilmistir.

Literatiirde derin O6grenmenin asagi da durumlarda kullanilmas: Onerilmistir

(Alzubaidi vd., 2021).
e Ogrenilecek konu hakkinda insan uzmanlarin bulunmamas: durumunda

e Insanlar uzmanlarm aldiklar1 kararlar1 aciklayamadigi (dili anlama, tibbi kararlar

v.b.) durumlarda

e Coziilmesi gereken probleme ait verilerin zamana baghi olarak giincellendigi

durumlarda (fiyat tahmini, stok tercihi, hava durumu tahmini)
e Problem ¢oziimiiniin uyarlama (kisisellestirme, biyometri) gerektirdigi durumlarda

e Problem boyutunun ¢ok biiyiik olmasi ve insan muhakeme yetenegini asmasi (duygu

analizi, web sayfasi siralamasi hesaplamasi) durumunda

A _ Derin
Ogrenme

Geleneksel
ogrenme
algoritmalannin
cogunlugu

Performans

k J

Veri hacmi

Sekil 2. Biiyiik miktarda veri i¢in derin 6grenme ve makine 6grenmesi arasi performans

karsilastirmasi 6rnegi (Sarker,2021).



Derin  0grenme yoOntemleri genel anlamda ¢

farkli

bashk altinda

incelenebilmektedir. Bu bagliklar: denetimli veya ayrimci 6grenme (Discriminative

Learning, AO), denetimsiz veya iiretici 6grenme (Generative Learning, GL), melez

O0grenme olarak tanimlanabilir. Kategorilerin hiyerarsisi Sekil 3 ile gosterilmistir.

Derin 6§nnmo
Yéntemleri

Uretici Ogrenme

Aynmci Ogrenme
{Denetimli)

{Denetimsiz)
| R Gekismeli Uretici
.| CokK SPRE Derin Oto
| Algilayici Kodlayic
: Garalta
Anindiran Oto
Kodlayici
> Evrigimli Sinir Aglan >  Oto Kodlayic I 1
Seyrek Oto
Kodlayici
e E Sini Sozlegmeli Oto|
— i Kendi Kendini A b
| Diizenleyen Harita
1

Kisith Boltzman

> = =
Makineleri

L——— Derin inang Aglan

Y ; ¥ v

Uzun Kisa Siireli
Bellek Aglan

Gecitli Tekrarlayan

Siireli Bellek Aglan Birim

‘ 'Ciﬂ Yonli Uzun Klsa|

Sekil 3. Derin 6grenme yontemleri kategorileri (Sarker,2021).

W |T

iki farkh aynmei veya iiretici
[ (Evrigimli Sinir Aglan + Uzun
Kisa Siireli Bellek Aglar)

Uretici SOnrasi ayrmci
> (Cekigmeli Uretici Aglar +
Evrigimli Sinir Aglan)

Uretici yada yapici sonrasi
geleneksel yontem
(Oto kodlayici + Destek
Vektorii Makineleri)

>

|-» Derin Transfer Ogrenme

" Derin Takviyeli Ogrenme

Tez ile amacimiz denetimli 6grenme yontemlerinden biri olan ESA’nin belirli bir

veri kiimesi i¢in validasyon skoru yoniinden en iyilestirilmesi i¢in uygun parametrelerin

bulunmasini saglamaktir.

2.2. Evrisimli Sinir Aglar1 - ESA

ESA, 6grenme yoluyla kendine kendini optimize eden ndéronlardan olugmasindan

dolay1 ayn1 yontemi kullanan yapay sinir aglarina benzemektedir. Her iki ag cesidinde de



her noéron bir girdi alacak ve bir islem gerceklestirecektir. Ham goriintli vektorlerinden
olusan girdiden, sinif puanini olusturan son ¢iktiya kadar agin tamamu tek bir algisal puan
islemi (agirlik) kullanilarak ifade edilmektedir. Son katman, her iki ag cesidinde de
siiflara ait kayip fonksiyonlarii igermektedir. ESA ile yapay sinir aglar1 arasindaki en
biiyiik fark ESA’nin oOzellikle goriintiilere ait Oriintiilerin  taninmas1  alaninda
kullanilmasidir. Bu sayede ESA’da, goriintiiye ait oOzellikler mimarinin igerisine
kodlanilabilmekte, ag goriintii odakli problemlerin ¢6ziimiine daha uygun hale
getirilebilmekte ve modelin  olusturulmasi1 i¢in  gerekli parametrelerin  sayisi

azaltilabilmektedir (O’Shea ve Nash, 2015).

ESA’nin bazi avantajlar1 sunlardir (Alzubaidi vd., 2021) :

¢ Kullanilan evrisim katmani sayesinde goriintiilere, problemin ¢dziimiine uygun filtre
uygulayarak probleme ait 6zniteliklerin verimli bir sekilde elde edilmesine olanak
saglayabilir.

¢ Biiyiik veri setleri lizerinde analiz islemi sonucunda karmasik Oriintiileri algilayabilir

ve yuksek dogruluk degerleri elde edebilir.

e Goriintiiler iizerindeki bozukluk ve giliriiltiye ragmen oOriintiiller dogru sekilde

tanimlanabilir. Giirtltiiye karsilik dayaniklilig vardir.

e Transfer 6grenimi destegi sunarlar. Boylece bir problemi ¢dzmek igin egitilen bir

ESA farkli bir gorevi ¢cok az veya hi¢ egitim almadan basarili ile tamamlayabilir.

e Oznitelik ¢ikarma islemini otomatiklestirler. Goriintiilerdeki &riintiiler manuel islem

ithtiyaci olmadan ayirt edilebilir hale getirilir.

ESA’nin genel dezavantajlari egitim ve calisma ani sirasinda yiiksek miktarda
sistem kaynagia (hesaplama karmagsiklig1 yiiksek) gereksinim duymalar ve kiigiik veri
kiimeleri tizerinde asir1 ezberleme (overfitting) problemi yiiziinden egitim sirasinda

kullanilmayan veri {lizerinde kotii tahminleme skoru elde etmesidir (Alzubaidi vd., 2021).
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2.2.1. Evrisimli Sinir Ag1 Katmanlari

Basit ESA’lar ii¢ katmandan olusmaktadir. Bu katmanlar : Evrisim katmani,
havuzlama katmani ve tam bagli katmandir. Bu katmanlarin arka arkaya kullanilmasi ile
ESA mimarisi olusturulmaktadir. Bes katmanli basit bir ESA mimarisi Sekil 4 ile

gosterilmistir.

& e e — — —
Girdi

. . J ;T_J %‘_J ;\]’_‘) Gikti

ReLu aktivasyon
fonksiyonlu Evrigim
Katmani

RelLu aktivasyon
fonksiyonlu Tam  Tam Bagh Katman
Bagh Katman

Havuzlama
Katmam

Sekil 4. Bes katmanli ESA mimarisi 6rnegi (O’Shea ve Nash, 2015).

Bu 6rnegin temel islevleri dort adima ayrilabilir :

1) Giris katmani, goriintiilere ait piksel degerlerini tutmaktadir.

2) Evrisim katmani, girdinin yerel bdlgelerine bagli ¢ikti néronlarini belirlemek i¢in
agirliklar ve girdi hacmine bagli bolge arasindaki skalar ¢arpim hesaplanarak
belirlenmektedir. Dogrultulmus Lineer Birim (Rectified Linear Unit, ReLu) dnceki
katmandan iiretilen aktivasyon c¢iktisina sigmoid benzeri bir aktivasyon fonksiyonu
uygulamaktadir.

3) Havuzlama katmaninda, girdinin uzamsal boyutunda alt Ornekleme
(downsampling) gergeklestirmektedir. Bu asamadaki amag¢ parametre sayisini
azaltmaktir.

4) Son olarak tam baglh katmanlar, siniflandirma igin kullanilacak aktivasyon
fonksiyonlarinin puanlarini iiretecektir. Performans: arttirmak i¢in bu katmanlar
arasinda ReLu kullanilmas1 6nerilmektedir (O’Shea ve Nash, 2015).

Evrisim Katmam

ESA mimarisindeki en onemli bilesen evrisim katmanidir. Bu katman, evrisimli
filtre kolleksiyonundan (kernel, ¢ekirdek) olugmaktadir. Girdi olarak verilen goriintii bu
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filtreler ile birlestirilerek c¢ikti 6zellik haritasi olusturulur. Cekirdek, ayrik sayilar ve
degerlerden olusan bir matris olarak tanimlanabilir. Cekirdege ait her bir degere ¢ekirdek
agirligr denilmektedir. ESA egitimi baslangict bu agirlik degerleri rastgele olacak sekilde
olusturulmaktadir. Her egitim adimi sonrasi bu degerler tekrar ayarlanir ve cekirdegin
onemli Oznitelikleri ¢ikarsamasi saglanir. Evrisim islemini yakinda incelemek i¢in 2x2’lik
rastgele agirlikla baslatilmis ¢ekirdege sahip olan 4x4’liikk gri 6l¢ekli bir gorlintliyli 6rnek
alalim. Sekil 5’te goriilebilecegi lizere ¢ekirdek tiim goriintiiniin lizerinde yatay ve dikey
olarak kaymakta bu sirada goriintiiye ait giris degerleri ile ¢ekirdek arasindaki i¢ ¢arpim
belirlenmektedir. Bu i¢ carpim sirasinda karsilik degerler carpilmakta ve sonrasinda
toplanarak tek bir deger elde edilmektedir. Tiim siire¢ kayma imkani1 kalmayana kadar

devam ettirilir. Hesaplanan degerler, ¢iktiya ait 6zellik haritasini temsil etmektedir.

Adim -1
1 0 2 1
[ 1
A 0 1 2 ® 0 1
-
0 2 1 o = 2
1 0 0 1
Adim -2
1 0 2 1
1 0
1 0 1 2 @ 0 1 I
>
0 2 1 o 1 2
1 0 0 1
Adim -3
1 0 2 1
1 0 a
1 0 1 2 ® 0 1
>
0 2 1 0 1 2
1 0 0 1
Adim -4
| 1 0 2 1
1 o a
A 0 1 2 0 1
L ! S a
0 2 1 o -1 2 | |
| 1 0 0 1

Sekil 5. Evrisim katmaninda her adimda gergeklesen hesaplamalar (Alzubaidi vd., 2021).
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Sekil 5 tizerindeki agik mavi rengi ¢ekirdek ile o adim i¢in ¢arpilacak gercek goriintii
verisini, agik yesil ¢ekirdege ait 2x2’lik ¢ekirdek agirliklarin1 ve agik turuncu ise ¢ikt

ozellik haritasina ait bir degeri temsil etmektedir.

ESA’nin 6nemli avantajlarindan ikisi bu katman sayesinde olusmaktadir. Bu
avantajlardan ilki seyrek baglantidir. Tam bagli katmanlarda her ndron bir sonraki
katmandaki tiim néronlar ile baglanti kurmaktadir. ESA’larda ise iki bitisik katman
arasinda sadece birkag¢ agirlik bulunmaktadir. ESA olusturmak i¢in gerekli olan agirlik ve
baglant1 sayis1 daha azdir. Bu durum agirliklarin depolanmasi igin gerekli olan belleginde
diisiik olmasint saglamaktadir. ESA’larin bagka bir avantaji ise agirlik paylasimidir.
ESA’larda komsu katmanlarda bulunan herhangi iki ndron arasinda bir agirhik
bulunmamaktadir. ESA yapisindan dolay: tiim girdi i¢in tek bir agirlik grubu 6grenilmesi
gerekmektedir. Bu sayede her bir noron i¢in agirliklarin 6grenilmesi gerekmedigi igin
gerekli egitim siiresi ve ¢esitli maliyetlerden biiyiik oOlgiide kazang saglanmaktadir

(Alzubaidi vd., 2021).

Havuzlama Katmani

Havuzlama katmaninin amaci bir 6nceki katmanda olusturulan 6zellik haritalarinin
alt orneklemesinin (sub-sampling) gerceklenmesi islemidir. Bu asamada biiyiik boyutlu
Ozellik haritalar1 kiictltiiriilerek, kiiciik boyutlu 6zellik haritalar1 olusturulmaktadir. Bu
katmanda kullanmak amaciyla tiretilmis gesitli havuzlama yontemleri mevcuttur. Bunlara
ornek olarak ortalama havuzlama, minimum havuzlama, maksimum havuzlama, genel
ortalama havuzlama, genel maksimum havuzlama yontemleri verilebilir (Alzubaidi vd.,
2021). Tez kapsaminda maksimum havuzlama, ortalama havuzlama, tamamen-evrigimsel
havuzlama (Springenberg vd., 2014), inception havuzlama (Szegedy vd., 2017)

yontemlerinden yararlanilmigtir.

Tam Bagh Katman

Genellikle ESA mimarilerinin son katmani olarak kullanilmaktadir. Bu katmandaki
her bir néron bir onceki katmandaki tiim noronlar ile bire bir baghdir. Bir tiir ileri
beslemeli yapay sinir ag1 oldugu i¢in geleneksel ¢ok katmanli algilayici sinir agina

benzemektedir. Bu katmana girdi ya son kullanilan evrisim katmani yada son kullanilan
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havuzlama katmani iizerinden gelmektedir. Bu katmanin irettigi ¢iktt ESA’nin nihai

¢iktisini olusturmaktadir (Alzubaidi vd., 2021).

Soniimleme Katmani

Sontimleme (Dropout) katmani (Srivastava vd., 2014), sinir aglarinin diizenlenmesi
(regularization) i¢in kullanilan en popiiler yontemdir (Park ve Kwak, 2017). Bu katmanda
ag1 diizenli hale getirmek i¢in her adim sonrasi aktivasyonlarin daha donceden belirlenmis
bir kismi soniimlenir (birakilir, unutulur). Genel bakis acisiyla farkli veri alt kiimeleri
kullanilarak egitilmis birden fazla modelin isbirligi olarak goriilebilir. Ozellikle tam bagl
katmanlar ile birlikte kullanilmasi durumunda asir1 ezberleme ile ilgili problemlerin
¢Oziimiine yardimei olarak verimli sonuglar elde edilmesini saglamaktadir. Evrigim
katmanlarindan sonra kullanilabilir. Ancak evrisim katmanlarinda asir1 ezberleme problemi
yasanmadig1 ve tam bagli katmana oranla parametre sayis1 gorece olarak az oldugu icin bu
katman sonra kullamimi genellikle tercih edilmemektedir. Ozellikle evrisim katmani
sonrast yiiksek soniimleme olasiligr (0.5) kullanilmasinin ESA’larda kotii performansa
sebep oldugu goriilmiistiir (Park ve Kwak, 2017). Tez kapsaminda ESA’larin iiretim,
asamasinda evrigim ve tam bagli katmanlar sonrasinda kullanilmak iizere soniimleme
katmanlarindan yararlanilmigtir. Kullandigimiz veri kiimesi ve o anki ESA mimarisi i¢in

soniimleme olasilig1 degerinin hangi araliklarda bulunmasi1 gerektigi aragtirilmagtir.

Toplu Normallestirme

Toplu Normallestirme (Batch Normalization, BN), yapay sinir aglarinin
performansini ve kararliligini gelistirmek icin kullanilan bir tekniktir. Bu yontem ile agdaki
her bir katmanin girdileri normallestirilerek egitim sirasinda ger¢eklesme ihtimali olan
dahili ortak degisken kaymasi (internal coveriate shift) problemi ortadan kaldirilmaya
calisiimaktadir. Bu problem derin aglarda egitim sirasinda gergeklesmektedir. Problem
kendilerinde Onceki katmanlarin parametreleri degistikge, her katmana ait girdilerin
dagiliminin degismesi gereksiniminden kaynaklanmaktadir. Her katmanin uyum saglamasi
icin gereken siire egitim siirecini yavaslatabilir. Toplu Normallestirme, girdi degerlerini
normalize ederek aktivasyon fonksiyonunun doyuma ulagsmasini engeller. Bu sayede

aglarin egitim hizi1 ve dogrulugu arttirilabilmektedir. Daha yiiksek 6grenme oranlarinin
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kullanilmasini saglamasi, baslangic parametrelerinin iyi se¢ilmesi gerekliligini ortadan
kaldirmasi, asir1 ezberlemeyi azaltan bir diizeltici gorevi gdrmesi gibi gesitli faydalar
vardir (Ioffe ve Szegedy, 2015). Toplu normallestirme ile soniimleme islemleri, ag
diizenlenmesi agisindan benzer islemi gerceklestirdikleri i¢in iki yontemin birlikte
kullanilmast 6nerilmese de literatiirdeki farkli arastirmalarda (Garbin vd., 2020) bu iki
katman ve katmanlarin birlikte kullanim1 karsilagtirilmigtir. Sonuglar ESA’lar i¢in BN nin
neredeyse her durumda test skoruna pozitif etki gosterdigini ortaya koymustur. Sonuclara
gore Soniimleme Katmanin sadece bazi durumlarda pozitif etkisi goriilmiistiir. Ozellikle
O0grenme oranin yiikksek oldugu durumlarda (%0.001) Soniimleme Katmani verimsiz
sonuglar elde etmistir. Tez kapsaminda olusturulan hiperparametre uzay1 sayesinde Toplu
Normallestirme ve Soniimle Katmanlarindan birlikte yararlanma ihtimali bulunan ESA
modelleri iretilmistir. Hangi yontemin gorece olarak daha iyi sonuglar elde ettigi

arastirilmastir.

2.3. Optimizasyon Algoritmalar

Bu kisimda literatlirde parametrelerin optimizasyonu i¢in siklikla kullanilan, tez
kapsaminda olusturdugumuz modellerde yararlandigimiz farkli optimizasyon algoritmalari

hakkinda bilgi verilecektir.

2.3.1. Karelerin Ortalamasiin Karekok Yayilimi

Karelerin Ortalamasinin Karekok Yayilimi (Root Mean Squared Propagation,
RMSP), yapay sinir aglarinin egitimi igin tasarlanmis bir optimizasyon algoritmasidir.
Stokastik Egimli Inis algoritmasmnin bir uzantisidir (Huang, 2020). Wt = t zamaninda
agirliklar, Wt+1 =t + 1 zamaninda agirliklar, at=t zamaninda 6grenme orani, oL= Kayip
fonksiyonunun tlirevleri, dWt=t zamaninda agirliklarin tiirevi, Vt= Gegmis gradyanlarin
karelerinin toplami (baslangicta sifir), f= Hareketli ortalama parametresi (sabit deger, 0,9),
€ = Kiigiik pozitif sabit say1 (sabit, 10®) olmak {iizere bir sonraki zaman i¢in agirliklarin
hesaplanmas1 i¢in Oncelikle ge¢mis gradyanlarin karelerinin toplami (Vt) Esitlik 2.2
yardimiyla hesaplanmaktadir. Sonrasinda elde edilen deger (Vt) bir sonraki zamanda
(We+1) kullanilacak agirliklarin hesaplanabilmesi i¢in Esitlik 2.1°de yerine konularak

uygun agirliklar olusturulmaktadir.
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oW,

RMSP, salimimlar1 dikey yonde kisitlar. Bu nedenle, 08renme oranini
arttirillabilmekte veya algoritma yatay yonde daha biiyiikk adimlar atabilir hale
getirilebilmektedir.

2.3.2. Adaptif Moment Tahmini

Adaptif Moment Tahmini (Adaptive Moment Estimation, ADAM), stokastik amag
fonksiyonlarinin optimizasyonu i¢in birinci dereceden gradyan tabanlarini optimize etmek
amaciyla diisiik dereceli momentlerin uyarlanabilir bir sekilde tahminlenmesini saglayan
bir algoritmadir (Kingma ve Ba, 2017). Uygulanmasi basit ve hesaplama agisindan
verimlidir. Yontemin uygulanmasi ig¢in diisiik miktarda bellege ihtiya¢ duyulmaktadir.
Biiylik miktarda veri, parametre igeren problemlerin ¢6ziimii i¢in uygundur. Genel yapisi
Momentumlu egimli iniy ve RMSP algoritmalarinin birlikte kullanilmasi sayesinde

olugmaktadir (prakharrQy, 2020).

Adam algoritmasida kullanilan yontemlerden biri olan momentum ydntemi, egimli
inisin daha hizli bir sekilde minimuma ulagmasini saglamak i¢in egimlerin, iissel agirlik
ortalamasindan  (exponentially =~ weighted  average)  yararlanilmasi  sayesinde
gerceklestirilmektedir. m= t zamani ic¢in gradyanlarin toplami, m¢= t-1 zamani i¢in
gradyanlarin toplami, W=t zamani i¢in agirliklar, W= t+1 zamani i¢in agirliklar, o=t
zamani i¢in 6grenme orani, oL= kayip fonksiyonunun tiirevi, oWy= t zamanindaki
agirliklarin tiirevi, f= Hareketli ortalama parametresi (sabit deger, 0,9) olmak iizere
algoritma Esitlik 2.3 ve Esitlik 2.4 yardimu ile tanimlanabilir. Bu algoritmalada oncelikle
Esitlik 2.4 yardimiyla t zamam i¢in gradyanlarin toplami (m.) hesaplanmaktadir.
Sonrasinda elde edilen deger Esitlik 2.3 yardimiyla bir sonraki zaman (t+1) i¢in agirliklarin

hesaplanmasi i¢in kullanilmaktadir.
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W, =W, —am, (2.3)

mt:Bmt—1+(1_B)laa_‘§‘| (2.4)

ADAM algoritmasi, momentum ydéntemi ve RMSP yonteminin birlestirilmesi
sonucunda olusmakta ve her iki yoOnteme oranla daha verimli bir egimli inig
gerceklestirmektedir. ADAM algoritmasinda Esitlik 2.4 ve Esitlik 2.2°de wverilen
esitliklerin birlikte kullanilabilmesi i¢in hareketli ortalama parametresi (P) iki farkl deger
olacak sekilde yeniden olusturulmaktadir. Bi;= 0,9 ve B,= 0,999 olmak {izere olusturulan

esitliklerin yeni versiyonlar1 Esitlik 2.5 ve Esitlik 2.6 ile gosterilmektedir.

mt:B1mt—1+(1_ﬁ1)l:;_‘f/l (2.5)
V=B, (1 —Bz)[;—vﬂ (2.6)

Algoritma ile gerceklestirilen baska bir iyilestirme ise m; ve v, degerleri lizerinedir.
Baglangigta O varsayilan degerine sahip olan bu degerler B, ve B, degerleri 1’e
yakinsadig1 i¢in 0 dogru sapma egilimi gostermektedirler. Bu egilimi diizeltmek icin
ADAM algoritmasinda sapma egilimi diizeltilmis m, ve v, degerleri hesaplanmaktadir.
Sapma egiliminin diizeltilmesi kiiresel minimuma ulasirken agirliklar1 kontrol etmek ve
kiiresel minimum yaklasirken yliksek salinimlar1 6nleme konusunda avantaj saglamaktadir.
Sapma egilimi diizeltilmis degerlerin hesaplanmasi i¢in kullanilan esitlikler Esitlik 2.7 ve

Esitlik 2.8 ile gosterilmistir.

i, = 2.7)

(2.8)
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Esitliklerin birlestirilmesi ile ADAM algoritmasinin gercekleyen Esitlik 2.9 elde

edilmektedir.

—~ (06
Wt+1:Wt_mt(\/7 ) (2.9)

Bu esitlikteki o, 6grenme orani (0,001) ve €, sifira bolme hatasini engellemek igin

kullanilan kiigiik (10°®) bir sabit degerdir.
2.3.3. Diizeltilmis Adaptif Moment Tahmini

Diizeltilmis Adaptif Moment Tahmini (Rectified Adaptive Moment Estimation,
RADAM), ADAM optimizasyonunun bir varyasyonudur. RADAM’m genel amaci
ADAM’da bulunan uyarlanabilir 6grenme oranina ait varyansi diizeltmektir (Liu vd.,
2019) RADAM yazarlari, ADAM 1 6zellikle model egitiminin erken agamalarinda, egitim
icin kullanilan 6rneklerin sinirli bir kismindan yararlanilmig olmasimna ragmen 6grenme
oraninda gerceklesebilen biiylik varyansin global minimuma yakinsama konusunda
olumsuz etki gosterdigini savunmustur. RADAM’da bu etkiyi azaltabilmek i¢in 6grenme

oranini diizelten bir terimden yararlanmaktadir.

RADAM ile ilk 4 iterasyona 1raksak (divergent) asama denilmektedir. Bu asamada
agir-top momentum stokastik egimli inis gerceklestirilmektedir. 5. iterasyon ve sonrasinda
ise algoritma yakinsak (convergent) asamaya gec¢is yapmaktadir. Bu asamada ise sabit
isinmaya programina (fixed warmup schedule) sahip ADAM algoritmasindan

yararlanilmaktadir (Ma ve Yarats, 2021).
2.3.4. Nesterov ile Hizlandirilmis Uyarlanabilir Moment Tahmini

Nesterov ile Hizlandirilmig Uyarlanabilir Moment Tahmini (Nesterov-accelerated
Adaptive Moment Estimation, NADAM), sinir ag1 modellerinde kullanilan bir optimize
edicidir. Yontem, giincelleme sirasinda maliyet fonksiyonunu en aza indirme amaciyla

agirliklar icin optimum degerleri bulmaya calismaktadir. Genellikle giiriiltii egimler ve

18



egriligin yliksek olmast durumunda kullanilmaktadir (Greis vd., 2020). ADAM
optimizasyonunun bir baska varyasyonudur. NADAM, teorik agidan ADAM’da kullanilan
momentumdan iistiin olan Nesterov momentumundan yararlanmaktadir. Bu 6zelliginden
Otliric ¢cogu durumda ADAM’a oranla daha verimli bir sekilde optimizasyon

gerceklestirdigi gortilmiistiir (Dozat, 2016).

2.4. Miasir Tohumu Siiflandirilmasi

Bu boliimde misir tohumlarinin siniflandirilmasi i¢in kullanilan yontemler ile ilgili
caligmalardan bazilar1 incelenmis 6zellikle makine 6grenmesi tabanli yontemler detayl bir
sekilde incelenerek bu yontemlerin eksi ve artilar1 belirlenmeye calisilmistir. Bu béliimde
ayrica musirdan  bagimsiz  olarak ESA’larda  hiperparametre  optimizasyonu
gerceklestirmeye calisan birkag arastirmada yer almaktadir. Literatiirde misir tohumlarinin
siiflandirilmast  problemini ¢ézmeye c¢alisan bir ¢ok arastirma bulunmaktadir.
Gergeklestirilen ¢aligmalardaki genel yontem bir sensor yardimi ile tohum hakkinda bilgi
elde etmek, sonrasinda bu bilgiden yararlanarak siniflandirmanin gerceklestirilebilmesi igin
bir oriintii yakalamaktir. Oriintiiniin bulunmas: icin giiniimiizdeki calismalarn biiyiik
¢ogunlugunda makine O0grenmesi yoOntemlerinden yararlanilmigtir. Literatiirdeki onemli
caligmalardan biri 2013’te (Couto vd., 2013) gergeklestirilmistir. Bu calisma ile R1-nj
isaretleyicisinin bazi tohumlar i¢in ifade giiciiniin yeterli olmadigindan dolay1 tohumlarda
olusan rengin tonlarinin yetersiz oldugu 6ne siiriilmiis, rengin embryo yada endospermde
benzer olabildigini géz Oniinde bulundurarak tohumlarin bi¢imlerine ve tohumlara ait
Olclilere bakilarak siniflandirma isleminin gergeklestirilip gerceklestirilemeyecegi
arastirilmistir. R1-nj isaretleyicisinin renk degisimine sebep olmadigi 397 tohum (Haploid
oldugu kabul edilen tohumlar,Putative Haploid) agirlik, genislik, uzunluk, kalinlik olarak
Olciilmiis ve ¢imlendirilmistir. Akis sitometresi kullanilarak dort farkli haploid tohumu
taranmistir. Bu sonucglardan yararlanilarak tohumlara karsilik gelen Olgii ve bigimler
dikkate alinarak oOriintii iliskilendirilmesi yapilmistir. Sonu¢ olarak agirlik, uzunluk,
kalinlik, genislik gibi 6zelliklerin haploid tohumlarin siniflandirilmasi i¢in uygun olmadigi
bulunmustur. Cimlendirilmis tohumlar i¢inse haploid oldugu kanitlanmisg dort bitkinin
diploidlere oranla daha kii¢iik boyuta,daha kirilgan yapraklara sahip oldugu ve diploidlere
oranla daha farkli bir yaprak diizenine sahip oldugu gézlenmistir. Bu calisma ile misir

tohumlarinin sadece fiziksel Ozelliklerine (agirlik, kalinlik, uzunluk, genislik) bakilarak
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haploid yada diploid olarak siniflandirilamayacagi kanitlanmigtir. Caligma ile R1-nj
isaretleyicisinin tohum asamasinda smiflandirma yapilabilmesi i¢in 6nemli bir faktor
olduguna dikkat c¢ekilmektedir. Ayrica ¢imlenmis tohumlarda fiziksel 06zelliklere
(haploidlerde kirilgan yaprak, daha kii¢iik bitki, diploidlere gore yaprak diizeni farki)
bakilarak ayrim yapilabilecegi oOne siiriilmiistiir. Tohumlarin ¢imlendirildikten sonra
ayrimlarinin yapilmasinin zaman ve ig giicii agisindan ekstra maliyet olusturacagi goz
oniinde bulundurulmalidir. Indiiklenmis misir tohumlarinin sadece %2 ile %10 arasinda bir
miktarinin  haploid olacagr g6z Onilinde alindiginda tohumlarin c¢imlendirilmeden
siniflandirilmasinin énemi ortaya ¢ikmaktadir. Literatiirdeki ¢alismalarin biiyiik kismi bu

yilizden tohumlari ¢imlendirmeden 6nce siniflandirmaya ¢aligmaktadir.

Boote vd. (2016) tarafindan gerceklestirilen bir arastirmada, floresan emisyonunun,
sogurma bazl optik sinyallere (renk) oranla genellikle daha secici oldugunu 6ne siiriilerek
misir tohumlarinin smiflandiriimas: igin floresan spektroskopisinden yararlanmustir. Ug
farkli 6znitelik lizerinden smiflandirma islemi gerceklenmistir. Bunlar sirasiyla floresan
yogunlugu (yayilan foton sayisi), dalga boyu(yayilan foton enerjisi) ve mekansal
bagimliliktir (¢ekirdek boyunca lokalize olmus varyasyon). Calisma kapsaminda yedi
kendilenmis hat analiz edilmistir. Bu analizin sonucunda her hattin kendine gore ¢ekirdek,
embriyo tipine ve boya lekesine sahip olmasindan dolayr verimli siniflandirma
yapilabilmesi i¢in floresan yogunlugu ve alan esigi degerlerinin her hat i¢in optimize
edilmesi gerektigi goriilmiistiir. Yapilan smiflandirma islemi sonrasi siniflandirmanin
dogrulugu, tohumlardan iiretilen bitkilere DNA isaretleyici analizi uygulanmasi ile
kanitlanmistir. Sonu¢ olarak kullanilan hatta bagli olarak %80-%90 araliginda
siniflandirma verimliligine sahip bu yontemin tohum basina 3,3 saniye gibi bir siirede 2400
tohumu (12 dakika) analiz edebilecegi One siiriilmiistiir. Bu arastirmada One siiriilen
yontem kullanilan sensoriin ulasilabilirligi ve maliyeti, farkli hatlar i¢in yonteme ait
parametrelerde degisiklige ihtiyag duyuldugu i¢in evrensellik ve tekrarlanabilirlik

acisindan smirl kapasiteye sahiptir.

Altuntas vd. (2018) tarafindan yiiriitiilen bir aragtirma ile 87 haploid 326 diploid
olan 413 adet RGB tohum goriintlistinden yararlanarak 5 farkli Oznitelik c¢ikarimi
yapmistir. Tohum goriintiilerinin orta kisminda embriyoyu temsil eden 35’er piksellik

cember kesitler alinmis, gemberin i¢inde kalan kisimlar embriyo kabul edilmistir. Bu kesite
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ait R,G,B renk degerlerinin ortalama degerleri birer Oznitelik olarak atanmistir. Bu
ortalama degerin bulunmasi i¢in kesitin i¢inde kalan R,G,B degerlerinin her biri toplanarak
toplam piksel sayisina boliinmiistiir. Diger iki Ozniteligin hesaplanmasi i¢in R1-nj
renklenmesinin embriyo ve endosperm iizerinde gerceklesip gerceklesmedigi
aragtirilmugtir. Ornekler gri seviyeli goriintilye g¢evrilmis sonrasinda deneyler sonucu
belirlenen 100 esik degeri kullanilarak ikili goriintiiye doniistiiriilmiis ve son olarak
terslenmistir. ikili goriintede bulunan 1 degerine sahip her piksel R1-nj renklenmesine
sahiptir kabulu yapilmistir. Embriyo ve endosperm boliimleri i¢in ayr1 olacak sekilde
piksel toplamlar1 hesaplanmig ve piksel degerleri toplami1 0’dan biiyiikse renklenme var,
degilse renklenme yok denilmistir. Elde edilen niteliklerden yararlanilarak Destek Vektori
Makineleri (Support Vector Machines, SVM) kullanarak siniflandirma gergeklestirmistir.
Yontemin haploid tohumlart  %94,25, diploid tohumlart %7791 dogruluk ile
siniflandirabildigi goriilmiistiir. Veri seti i¢in ortalama basar1 oram1 %81,36 olarak
bulunmustur. Bu ¢alismada kullanilan RGB goriintiiler, floresan spektroskopisi gibi pahali
ve karmagik ekipmanlara ihtiyag¢ duyulmadan elde edilebilmektedir. RGB goriintiiler,
tohumun renk, doku ve morfoloji gibi farkli yonlerini tanimlayarak ayirt edici 6zelliklere
vurgu yapabilir. Bu durum pozitif yada negatif yonlii etki olusturabilir. Calismada
gerceklestirilen ikili goriintiiye ¢evirme islemi i¢in kullanilan 100 esik degeri ¢alismanin
tekrarlanabilirligini  biiyiik Ol¢lide diisiirmiistiir. RGB goriintiilerin ¢ekimi sirasinda
ortamdaki aydinlatma miktarina bagl olarak bu esik degerinin degismesi gerektigi goze
alindiginda yontemin farkli veri kiimeleri iizerinde verimli bir sekilde c¢aligmasi

beklenemez.

Veeramani vd. (2018) tarafindan gergeklestirilen bir arastirmada, arastirmacilar
kendi olusturduklar1 3779 diploid, 952 haploid RGB tohumdan goriintiisiinden olusan veri
kiimesinden yararlanarak tohum siniflandirma islemini ger¢ceklemistir. Siniflandirma islemi
i¢in kendi tirettikleri ESA bazli DeepSort modelinin dogruluk degerleri ile SVM, Rastgele
Orman Algoritmasi (Random Forest Algorithm, RFA) ve Lojistik Regresyon (Logistic
Regression, LR) yontemlerinin dogruluk degerleri karsilagtirmistir. Elde edilen dogruluk
degerleri Deepsort i¢in %98,6, SVM icin %97,6, RFA i¢in %84,5, LR icin %77,5 olarak
bulunmustur. Bu aragtirmada her ne kadar ytliksek basar1 oran1 elde etmis olsa da kullanilan
veri setinde siniflarin 6rnek sayilarinin arasinda bulunan biiyiik farkliliktan (3779 diploid,

952 haploid) otiirii simif dengesizligi problemine sahiptir. Sinif dengesizligi, egitim veri seti
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icerisinde bulunan siniflarin 6rnek sayilarinin birbirinden ¢ok farkli olmasi durumudur. Bu
durum o6zellikle azinlik sinif (haploid) i¢in kotii tahminleme performansina yol agmaktadir.
Smif dengesizligi probleminin negatif etkilerini azaltan Undersampling, Oversampling
yontemlerinden yararlanilmamistir. Arastirmada, smif dengesizligi bulunan durumlarda,
modellerin performansini karsilagtirmak i¢in kullanilmas1 daha dogru olan hassasiyet, geri

cagirma, F1 skoru gibi metriklere ait degerler paylasilmamaistir.

L. Yu vd. (2018) tarafindan yiiriitilen bir arastirmada, yakin kizilotesi (Near
Infrared, NIR) spektrumdan yararlanarak tohumlarin  smiflandirma  islemini
gerceklestirmistir. Bu teknolojinin kullanilmasi sayesinde tohumlara zarar verilmeden,
hizli ve disiik maliyetli bir sekilde smiflandirmanin gergeklestirilebilecegi 6ne
stiriilmiistiir. Calismada 1518a, sicakliga, ortamdaki kizil 6tesi 1s1n yogunluguna, kizil Gtesi
veri alan ekipmana ve tohum aktivesinin dinamik degisimine goére tohumlarin yakin
kizil6tesi spektrumlari dogrusal olmayan ozellikler gosterdigi sdylenmistir. Bu yiizden
calisma kapsaminda dogrusal olmayan 6znitelik analitik yontemi olan Denetimli Sanal
Ornek Cekirdek Yeri Koruma Projeksiyonu (Supervised Virtual Sample Kernel Locality
Preserving Projection , SVSKLPP) kullanilmistir. Bu yontem 06znitelik ¢ikarimi igin
kullanilmis veri sonrasinda SVM kullanilarak siniflandirilmistir. Veri seti olarak yakin
kizilotesi spektrum Ol¢iimii yapan cihaz kullanilarak farkli zamanlarda 100 haploid, 100
hibrit tohumdan igeren egitim seti (T1) ve 100 haploid, 100 hibrit tohum iceren test veri
seti (T2) olusturulmustur. SVSKLPP yontemi i¢in ortalama dogruluk (accuracy) %97,1 ,
duyarlilik (sensivity) %98,8 , 6zgiilliik (specificity) %95,4 degerleri elde edilmistir. Yakin
kizil otesi spektrum tabanli bagka bir calismada 2018’de (Lin vd., 2018) gerceklenmistir.
Aragtirma, musirlara ait NIR spektrumlarin, tanimlama performansini diiserecek birgok
gereksiz Ozellik ve giriiltli icerdigini 6ne siirmiistiir. Gereksiz Ozellik ve giiriiltiiniin
olusturdugu negatif etkiyi indirgemek i¢in bu ¢alismada 6zellik uzayini tekdiize (uniform)
hale getirmek icin Sifir Diizeyli Bilesen Analizi (Zero-phase Component Analysis, ZCA)
yonteminden ve diisiik boyutlu uzay tanimlamasi i¢in Kismi En Kii¢iik Kareler Regresyonu
(Partial Least Squares Estimation, PLSE) yonteminden yararlanilmistir. Veri seti olarak
kullanilan 250 haploid ve 250 hibrit tohumun 200°i4 egitim (%40), 100’i validasyon
(%20), 200’10 test (%40) icin ayrilmistir. Sonrasinda Geri Yayilimhi Sinir Ag1
Smiflandiricis1 (Back Propagation Neural Network, BPNN) yardimiyla smiflandirma

islemi gerceklenmistir. Yontemin ortalama dogrulugu %96,16 olarak bulunmustur.
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Aragtirmalardan goriilebilecegi lizere NIR bazli caligsmalarin genel problemi giiriiltii ve
gereksiz Ozelliklerin elemine edilmesi i¢in yoOntem, yoOntemler grubu uygulanmasi
thtiyacidir. NIR spektrumda 6l¢iim yapabilen sensorler, RGB bazli sensdrlere oranla erisim

olanagi ve maliyet konularinda dezavantajli pozisyondadir.

Wang vd. (2018) tarafindan gerceklestirilen bir arastirmada yakin kizilGtesi
hiperspektrum goriintiileme teknolojisinden yararlanilarak haploid misir ¢ekirdegini hizli
ve dogru bir sekilde tanimlamasi amag¢lanmistir. Arastirma, embriyosu goziiken ve
goziikmeyen (tohum sirt1 doniikken ¢ekim yapilmis) haploid ve diploid misir tohumlar:
arasinda yapilan Ol¢iimlerde farkin daha biiylik oldugunu ancak yine de etkili bir sekilde
ayrimin yapilabildigini 6ne slrmiistiir. Bu yonden diger yontemlere oranla biiyiik bir
avantaj saglamaktadir. Arastirmada 100 adet diploid, 100 adet haploid tohuma ait spektral
verilerden yararlanilmistir. Egitim ve test seti sirasiyla ikiye bir oranda (%66,%33) olacak
sekilde ayarlanmistir. Egitim seti igerisinde bulunan anormal Ornekler elimine edilmis
Biyomimetik Iligkisiz Yerel Ayrimci Projeksiyon (Biomimetic Uncorrelated Locality
Discriminant Projection, BULDP) kullanilarak spektral nitelikler ¢ikarsanmistir.
Biyomimetik Oriintii Tanima (BPR, Biomimetic Patern Recognition)’dan yararlanilarak
model olusturulmustur. Arastirma sonug olarak nitel analiz yontemini kullanarak benzer
yag icerigine sahip haploid ve diploid tohumlar i¢in %99 Dogru Kabul Orani (Correct
Acceptence Rate, COR) , %1 altinda Yanls Kabul Orani (False Acceptence Rate, FAR)
elde etmistir. Calisma hiperspektral goriintiileme teknolojisinin haploid tohumlarin
siniflandirilmas1 konusunda kullanilabilecegini gostermistir. Hiperspektrum goriintiileme
teknolojisinin, RGB ve NIR’dan en biiyiik farki tohum sirtindan alinmis verilerden
yararlanilarak da verimli sonuglar iiretebilmesidir. Diger goriintiileme yoOntemlerinde
sensorler veri almadan Once tohumlarin embriyo yukari bakacak sekilde iki boyutlu
diizlemde uygun sekilde yerlestirilme zorunlulugu bulunmaktadir. Hiperspektrum
goriintiileme ile bu gereksinim ortadan kaldirilmistir. Bu yOntemin genel dezavantaji

kullanilan sensorlerin maliyetinin yiiksek, sensorlere erisilebilirligin diisiik olmasidir.

Taylor vd. (2019) tarafindan tiretilen bir arastirmada, misir tohumlarini terahertz
zaman alam spektroskopisi ile elde ettikleri verilerden yararlanarak, Olasiliksal Sinir Ag:
(Probabilistic Neural Network, PNN) makine 6§renmesi yonteminin yardimiyla haploid ve

diploid olarak siniflandirmistir. Isin odagi ve cekirdeklerin morfolojik farkliliklarindan
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kaynaklanan problemleri minimize etmek i¢in Olclimler farkli yiiksekliklerden
tekrarlanmistir. Elde edilen dalga formu verileri frekans alanina doniistiiriilmiis ve rastgele
alt ornekleme (random subsampling) yontemi kullanarak egitim seti olusturulmustur. Bu
egitim seti PNN’den yararlanilarak egitilmistir. Tiim veri seti 44 diploid, 47 haploid olmak
tizere toplamda 91 adet tohum igermektedir. Yontem 5 kat ¢carpaz dogrulma kullanildiginda
ortalama %75 validasyon dogrulugu elde etmistir. Yontem, dl¢limlerin sartlara bagli olarak
farkl ytiksekliklerden gerceklestirilmesini gerektirdigi i¢in tekrarlanabilirlik, farkli tohum

genotiplerine adapte edilebilirlik a¢isindan dezavantajlara sahiptir.

Bu kisma kadar yapilan c¢alismalarda kullanilan veri kiimeleri paylagilmamis ve
caligmalarin biiyiik cogunlugunda gorece olarak diisiik sayida sinif 6rneklerinden (100-400
aralig1) yararlanilarak modeller egitilmistir. Altuntas vd. (2019) tarafindan gergeklestirilen
aragtirma, hem kullandiklar1 veri kiimesini paylagsmalari hemde gorece olarak yiiksek
sayida sif Ornegi (1230 haploid, 1770 diploid) kullanmalarindan dolay1 diger
arastirmalardan pozitif yonde ayrismistir. Bu calisma ile ESA bazlhi transfer 6grenme
yaklagimindan yararlanilarak haploid ve diploid misir tohumlarini1 hizli ve diisiik maliyetle
siniflandirmak icin bir model iiretilmeye calisilmistir. Onceden egitilmis Alexnet, VGG-
16, VGG-19, GoogleNet, ResNet14, ResNet-50, ResNet-101 modellerinden yararlanilarak
modeller aras1 karsilastirma yapilmistir. Calismada onceden egitilmis modeller iizerinde
ince ayar (fine tuning) islemi gergeklenmistir. En yiliksek smiflandirma dogrulugunu
%94,22 ile VGG-19 modeli iretmistir. VGG19 modeli %94,58 duyarhilik, %93,97
ozgullik, %94,27 kalite indeksi, %93,07 F1 skoru degerlerini elde etmistir. Modelin
egitilebilir parametre sayist 144 milyondur (Simonyan ve Zisserman, 2014). Tez

calismasinda bu veri kiimesinden yararlanilmistir.

Bagka bir arastirmada (Donmez, 2020), iistte verilen veri setinden (Altuntas,
Comert vd., 2019) yararlanilarak GoogleNet, ResNet-18, ResNet-50 ve VGG-16’y1
Oznitelik ¢ikarimi i¢in kullanmis sonrasinda (k-NN), Karar Agaclar1 (Decision Trees, DT)
ve SVM’den yararlanarak tohumlarin siniflandirma islemi gergeklenmistir. En yiiksek
dogruluga ResNet50 ile Oznitelik ¢ikarimi sonrasinda yapilan siniflandirma islemleri
sirasinda ulasilmistir. k-NN i¢in %87,5, SVM i¢in %91,4, DT i¢in %82,5 dogruluk sonucu

elde edilmistir.
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Haploide ayirma yoOntemlerinin tamami R1-nj yonteminden yararlanmamaktadir.
Yakin gecmiste yapilan ¢aligmalar ile bu ayrimin tohumlarin yag oranina (Melchinger,
Schipprack, Wiirschum vd., 2013) (Melchinger, Schipprack, Mi vd., 2015) bakilarakta
gergeklestirilebilecegi goriilmiistiir. Ancak bu siniflandirma isleminin uygulanabilmesi igin
tohumlarin yiiksek yag indiikleyiciler kullanilmasi gerekliligini ortaya ¢ikarmaktadir.
Ozellikle R1-nj isaretleyicisinin kullanilmasi olanagi bulunmayan C1 inhibitdr genine

sahip tohum soylarinda bu yontemin kullanilmas1 avantaj saglamaktadir (Ford, 2000).

2.5. Hiperparametre Optimasyonu

Tezde ele alinan hiperparametre optimizasyonuna ait literatiirdeki calismalar
incelendiginde (Sanders ve Giraud-Carrier, 2017) bu caligmalarin iki farkli varsayim
tizerine gergeklestirildigi goriilmektedir. Bu varsayimlardan ilki hiperparametre ayarlari
onemli degildir. Varsayilan parametrelerin arasindan secim yapmak yeterlidir. Ikinci
varsayim ise hiperparametre degerleri performans iizerinde 6nemli bir etkiye sahip olabilir.
Dolayisiyla her zaman optimize edilmeye calisilmalidir. Bu iki karsit varsayimdan
hangisinin dogru oldugu daha 6nce arastirma (Sanders ve Giraud-Carrier, 2017) konusu
olmustur. Yapilan ¢alismada 229 farkli veri kiimesinden yararlanarak genetik algoritma
kullanarak SVM, Cok Katmanli Algilayic1 (Multilayer Perceptron, MLP) ve DT i¢in
hiperparametre optimizasyonu yapilmistir. Her veri kiimesi algoritma kombinasyonu i¢in
parametre uzayindan rastgele degerler kullanilarak 30 kez (30 kez x 3 algoritma x 229 veri
kiimesi = 20610 kez) genetik algoritma kullanilarak hiperparametre optimizasyonu
gerceklenmistir. Gergeklestirilen caligma sonucu varsayilan parametrelerin tam dogru
sonu¢ elde ettigi durumlar hari¢ her durumda hiperparametre optimizasyonu yapilmasi
sonrasinda modellerin sonuglarinda iyi yonde gelisme gerceklestigi goriilmiistiir. Karar
agacglarmin varsayilan parametrelerin performansint gegmek icin SVM ve MLP’ye gore

daha diisiik hesaplama maliyetine sahip oldugu bulunmustur.

Hiperparametreler, agin mimarisini belirlemek, egitim yapilacak agin 6zelliklerini
atamak yada her ikisini birden gerceklestirmek (Aszemi ve Dominic, 2019) amaciyla
kullanilabilmektedir. Ornek olarak 2017°de yapilan bir ¢alisma (Bochinski vd., 2017) ile

ESA i¢in optimum ag yapisinin bulunmasi i¢in ag yapisint olusturan etmenler
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hiperparametre olarak tanimlanmis ve hiperparametreler evrimsel algoritma kullanilarak

optimize edilmeye caligilmistir.

Tez ¢alismasinda hibrit yaklasim kullanilarak hem agin 6zellikleri, hemde agin
mimarisi tanimlanan hiperparametreler yardimiyla eniyilenmistir. Agin mimarisini
olusturmak i¢in kullanilan hiperparametreler: Evrisim ¢ekirdek boyutu ne olmali
(convolutional kernel size), artik evrisim ¢ekirdek boyutu (residual convolutional kernel
size) ne olmali, aktivasyon fonksiyonu olarak ne kullanilmali, optimizasyon algoritmasi
tiirli ne olmali, evrisimli katman soniimleme olasilig1 ne kadar olmali, tam bagh katman
soniimleme olasiligi ne kadar olmali, kiimeleme normalizasyonu kullanilmali mi, ilk
katmanlar i¢in spesifik evrisim katman mimarisi kullanilmali mi, artik ag kullanilmali ma,
evrisimli ag gizli katman carpani degeri ne olmali, evrisimli katmanlar arka arkaya
maksimum ka¢ tane kullanilmali, havuzlama tipi ne olmali, tam bagh katman ndron
carpant ne olmali, ikinci tam bagli katman kullanilmali mi1 sorularina cevap arayan
hiperparametrelerinden olusmaktadir. Egitim yapilacak agin 6zelliklerini tanimlamak i¢in
kullanilan hiperparametreler: Ogrenme katsayis1 carpami (Learning rate multiplier) ne
olmali, 6grenme agirligi kaybi (Learning weight decay) ne olmali, kiime biiytikligi

(Batch size) ne olmali sorularina cevap arayan hiperparametrelerden olugsmaktadir.
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UCUNCU BOLUM
MATERYAL VE YONTEM

ESA’larin olusturulmasi sirasinda katmanlarin sirasinin belirlenmesi, kullanilacak
katmanlara karar verilmesi (Basha vd., 2020), katmanlara ve modele ait
hiperparametrelerin degerlerinin belirlenmesi (Garbin vd., 2020) giliniimiizde hala giincel
olan arastirma konularidir. Bu boliimde bu konularin iizerinde durdugu sorulara cevap
aramak i¢in tez ¢aligmasi kapsaminda gelistirilen melez sistemin gelistirimi i¢in kullanilan
yazilim ve donanim altyapisinin detaylar1 anlatilmaktadir. Yararlanilan veri kiimesi kisaca
anlatilmigtir. Ayrica hiperparametre uzayimi tanimlamak i¢in kullanilan hyperopt
kiitliphanesinin parametre ifadeleri hakkinda bilgi verilmis ve bu ifadelerden yararlanarak
tanimladigimiz hiperparametre uzay1 tanitilmigtir. Hiperparametre optimizasyonu yapmak
icin kullandigimiz Aga¢ Bazli Parzen Tahminleyicileri algoritmas1 anlatilmis ve sonrasinda
modellerin iiretim adimlari, baslangi¢ parametreleri, On isleme asamasi ve egitim

prosediiriine dair bilgiler verilmistir.

3.1. Caismada Kullanmilan Yazilim ve Donamim Altyapisi

Bu ¢alismada modellerin iiretilmesi i¢cin Python programlama dili kullanilmistir.
Modellerin olusturulmast i¢in kullanilanilan yap:1 Github’da bulunan ve Cifar-100
(guillaumechevalier, 2015) veri kiimesi iizerinde parametre optimizasyonu gerceklestiren
kodun giincellenmesi ile elde edilmistir. Kodlarin yazilmasi ve test edilmesi asamasinda
Visual Studio Code tiimlesik gelistirme ortamindan yararlanilmistir. Gelistirme igin
kullanilan kiitiiphane versiyonlar1 Hyperopt i¢in 0.2.7, Tensorflow icin 2.10.1, Keras i¢in
2.10, Numpy i¢in 1.23.5’dir. Yazilim ve deneyler 19 Intel 12900 2.40 Ghz islemci, GTX
3070 8 GB dahili ekran kart1, 64 GB RAM bellekli bilgisayar iizerinde gerceklestirilmistir.

3.2. Veri Kiimesi

Calisma kapsaminda hazir veri kiimesi (Altuntas, Comert vd., 2019) kullanilmistir.
Bu veri kiimesi R1-nj renk isaretleyicisine sahip haploid ve diploid misir tohumlar
goriintiilerinden olugsmaktadir. Veri kiimesinde, 1230 haploid ve 1770 diploid olmak iizere

3000 misir tohumu goriintiisii bulunmaktadir. Veri kiimesini olusturanlar tarafindan
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tohumlar R1- nj renk isaretleyicisinin farkli ifadeleri (az belirgin, ¢ok belirgin gibi)
yansilatilacak sekilde seg¢ilmistir. Veri kiimesindeki goriintiileri ¢oziiniirliikleri, tohum

boyutuna gore 300x289 ile 610x637 piksel arasinda degigsmektedir.

a) b)

Sekil 6. (a) Diploid misir tohumu 6rnegi, (b) Haploid misir tohumu 6rnegi (Altuntas vd.,
2019)

Veri kiimesinde bulunan haploid ve diploid goriintiilere ait 6rnek Sekil 6’da
goriilebilir. Tohumun embriyo kisminda bulunan yukari yonlii ¢izgi seklinde, mor rengin
tonlarinda bulunan kismin olup olmamasi tohumun diploid mi ? Yoksa haploid mi ?
Oldugunun uzmanlar tarafindan belirlenmesinde kullanilmaktadir. Veri kiimesinin
incelenmesi sirasinda bazi 6rneklerin siniflandirma i¢in uygun olmadig1 goriilmiis ancak
diger ¢aligmalarla (Altuntas, Comert vd, 2019) (Dénmez, 2020) ile karsilastirma imkanini
kaybetmemek icin uygunsuz Ornekler veri kiimesinden g¢ikartiimamistir. Orneklerin
bazilarinin hastalikli oldugu, bazilarinin ise embriyo bdlgesinin zarar gérmiis oldugu tespit
edilmigtir. Bu istenmeyen durumlara sahip gorintiiler, siniflandirma islemini zora

sokmakta sahip olunabilecek maksimum siniflandirma dogrulugunu diisiirmektedir.

3.3. Hyperopt Stokastik Parametre ifadeleri

Hyperopt’un optimizasyon algoritmalar1 tarafindan taninan stokastik ifadeler

(hyperopt, 2023) sunlardir: hp.choice(), hp.randint(), hp.uniform(), hp.quniform(),
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hp.loguniform(),  hp.qloguniform(),  hp.normal(),  hp.qnormal(),  hp.lognormal(),
hp.qlognormal(). Tez kapsaminda bu ifadelerden: hp.loguniform(), hp.choice(),
hp.uniform() ve hp.quniform()’dan yararlanilmistir. Bu kisimda yararlanilan ifadeler

hakkinda detayli bilgi verilecektir.

hp.choice(etiket, secenekler): Bu yontem etiket, ve secenekler olmak iizere lizere
iki girdiden yararlanmaktadir. Liste yada tuple olmasi gereken secenekler degiskeni
igerisinden bir elemani dondiiriir. Segeneklerin 6geleri stokastik olabilir. Bu durumda

stokastik se¢cimler kosullu parametreler haline gelmektedir.

Ornek: hp.choice(’optimizer’, [’Adam’, "Nadam’, "'RMSprop’]) i¢in optimizasyon

yontemlerinden rastgele birini dondiiriir.
optimizer tanim aralig1 = >Adam’,’"Nadam’,”"RMSprop’

hp.uniform(etiket, alt, iist): Bu fonksiyon etiket, alt ve iist olmak iizere ii¢
girdiden yararlanmaktadir. Fonksiyon, alt ve iist degerler arasinda homojen bir sekilde
olmak iizere rastgele deger dondiirmektedir. Optimizasyon islemleri sirasinda bu degisken

iki tarafli araliga siirlandirilmaktadir.

Ornek: hp.uniform(8grenme orani, 0,0001, 0,001) icin [0,0001, 0,001] araliginda
rastgele deger dondiiriilmektedir. Fonksiyonun ilk ¢agrimi 6grenme oran1 = 0,0004 ise
ikinci ¢agrimda homojenlikten otiirii 6grenme orant = 0,0007 gelmektedir. Yapilan
calismada kullanilan TPE algoritmasindan dolay1 degerler exploration sonrasi belirli bir

esik degere yakin olusturulmaya baglanmaktadir.

hp.loguniform(etiket, alt, iist): Bu fonksiyon etiket, alt ve iist olmak {iizere ii¢
girdiden yararlanmaktadir. Fonksiyon, alt ve st degerlerden yararlanarak
kuvvet(uniform(alt,iist))’a gore olusturulan bir deger dondiirmektedir. Doniis degerinin
logaritmasinin diizgiin dagilmasini saglamaktadir. Optimizasyon islemleri sirasinda tanim

araliginin belirlenmesi i¢im kullanilan fonksiyona ait formiil Esitlik 3.1 ile gdsterilmistir.

tammaralzglz[exp(alt),exp(l'ist)] (3.1
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Ornek: hp.loguniform(6grenme katsayisi ¢arpani, -0,5, 0,5) i¢in Ogrenme katsayisi
carpani tanim araligr = [0,6065, 1,6498]. Fonksiyon bu araliktan yararlanarak homojen
olacak sekilde rastgele deger dondiirmektedir. Yapilan ¢alismada kullanilan TPE
algoritmasindan dolay1 degerler exploration sonrasi belirli bir esik degere yakin

olusturulmaya baslanmaktadir.

hp.quniform(etiket, diisiik, yiiksek, q): Bu fonksiyon etiket, diisiik, yliksek ve q
olmak Tlizere tizere dort girdiden yararlanmaktadir. Hem yukar1 hemde asagi
sinirlandirilmast gereken ayrik degerlerde yumusatma (smoothing) yapmak i¢in kullanima
uygundur. Fonksiyona ait formiil Esitlik 3.2 ile gosterilmistir. Yuvarla fonksiyonu en

yakin integer degeri dondiirmektedir.

uniform |diisiik , yiiksek ) £
q

parametre degeri=round (3.2)

Ornek: hp.quniform(artik_birimler, 1-0.499, 4+0,499, 1) i¢in

[0,511 , 4,499] arahigindan rastgele deger dondiiriiliir. Ornek olarak: 0,678.

Sonrasinda formiilde yerine konulur.

Yuvarla(0,678/1) =1

Ix1=1

artik_birimler tanim araligi = [1,4]. Fonksiyon bu araliktan homojen bir sekilde
yararlanarak rastgele integer deger elde etmektedir. Yapilan calismada kullanilan TPE

algoritmasindan dolay1 degerler exploration sonrasi belirli bir esik degere yakin

olusturulmaya baglamaktadir.
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3.4. Hiperparametre Uzay1

Bu kisimda tanimlanan hiperparametre uzayinda bulunan her bir hiperparametre

i¢cin parametrenin amaci, parametrik ifadesi, tanim araligi hakkinda bilgi verilmistir.

Ir_rate_mult: Bu parametre 6grenme oraninin arttirilmasi yada azaltilmasi igin
kullanilmigtir. Parametre, varsayilan 6grenme orani (0,001) ile ¢arpildiktan sonra o anki
tizerinde c¢alisilan modele dinamik bir sekilde 6grenme orani olusturulmasi amaciyla

kullanilir.

Tanimi : hp.loguniform(Ir_rate mult,-0,5, 0,5)

Tanim aralig1 = [0,6065, 1,6498]

12_weight_reg _mult: Bu parametre 6grenme 12 agirliklarinin diizenlenmesi i¢in
kullanilmistir. Genel amaci DL sirasinda asir1 ezberleme ihtimalini azaltmaktadir.
Parametre varsayilan deger (0,0007) ile carpilarak c¢esitli katmanlarin agirliklarmi
diizenlemek icin kullanilmaktadir. Parametre, keras yardimiyla evrigimli katmanlar, yogun
(Dense) katmanlar, tam baglhh katmanlar, ayrik (Residual) katmanlar ve evrigimli
havuzlama yontemi tlizerinde kullanilmistir.

Tanimu : hp.loguniform(’12_weight reg mult’, -1,3, 1,3)

Tanim aralig1 = [0,272532, 3,669297]

batch_size: Bu parametre toplu is Ornek sayisi (batch size) belirlenmesi igin
kullanilmaktadir. Modellerin egitim asamasi Oncesinde parametre uzayindan gekilir ve
egitim sirasinda kullanilir.

Tanim1 : hp.quniform(’batch_size’, 10, 32, 2)

Tanim aralig1 =[10,32]
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optimizer: Parametre, 6grenme orani degerinin degistirmek i¢in hangi algoritmanin

kullanilmas1 gerektigine karar vermek i¢in kullanilmaktadir.

Tanimu : hp.choice(’optimizer’, [’Adam’, "Nadam’, ’RMSprop’])

Tanim aralig1 = {’Adam’, ’Nadam’, "RMSprop’}

conv_dropout_drop proba: Parametre, evrisim katmanlarmi sonrasi kullanilma

ihtimali bulunan soniimleme katmanina ait soniimleme olasiliginin belirlenmesi igin

kullanilmustir.

Tanimi : hp.uniform(’conv_dropout_proba’, 0,0, 0,35)

Tanim aralig1 = [0, 0,35]

Bu parametre sadece evrisim katmanlar1 sonrasi aktive olmaktadir. Hiperparametre

uzayindan 0.0 degeri dondiiriilmesi durumunda evrisim sonrasi soniimleme katmani

kullanilmamaktadir.

fc_dropout _drop proba: Parametre, tam bagli katmanlarin sonrasi kullanilma
thtimali bulunan soniimleme katmanina ait soniimleme olasiliginin belirlenmesi igin
kullanilmistir.

Tanimi : hp.uniform(’fc_dropout proba’, 0,0, 0,6)

Tanim aralig1 = [0, 0,6]

Bu parametre sadece tam bagli katmanlar sonrasi aktive olmaktadir.

Hiperparametre uzayindan 0.0 degeri dondiiriilmesi durumunda tam bagli katman sonrasi

sonimleme katmani kullanilmamaktadir.
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use_ BN: Parametre, toplu normallestirme katmani kullanilma ihtimalinin

belirlenmesi i¢in kullanilmistir.
Tanimu : hp.choice(’'use BN’, [False, True])

Tanim aralig1 = "True’, ’False

Bu parametreden evrisimli katmanlar, ayrik katmanlar, evrisimli havuzlama

sonrasinda yararlanilabilinir

first conv: Parametre, modelin baslangicinda 6zel bir evrisimli katman yapisi
kullanilmasima yada kullanilmamasina karar vermektedir. Eger kullanilacaksa evrisim

katmanindaki kernel biiyiikliigii bu parametre yardimiyla belirlenmektedir.

Tanimu : hp.choice(’first_conv’, [None, hp.choice(’first conv_size’, [3, 4])]

Tanim aralig1 = *True’, ’False

Modelin ilk olusturma asamasinda parametre uzayindan *None’ gelmesi halinde bu
parametre lizerinde islem yapmadan atlanir. Diger durumlarda donen deger sayis1 kadar

evrisimli katmani arka arkaya olacak sekilde modelin baslangicina yerlestirilmesini

saglamaktadir.

nb_conv_pool layers: Parametre, arka arkaya kullanilacak evrisimli, havuzlama

katmani sayisini1 belirlemektedir.
Tanimu : hp.choice(’nb_conv_pool layers’, [2, 3])
Tanim aralig1 = [2,3]

first conv parametresi sonrasi, ka¢ kez evrisim ve havuzlama katmanlarindan

olusan yapinin kullanilacagina karar vermektedir.
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conv_pool_res_start_idx: Parametre, artik ag baglantis1 kullanilmasina baglamak

icin gerekli olan model derinligini belirlemek i¢in kullanilmigtir.

Tanimui : hp.quniform(’conv_pool res start idx’, 0, 2, 1)

Tanim aralig1 = [0,2]

Bu parametrenin, aktive olabilmesi i¢in nb conv pool layers parametresinin
degerinin kendisinden daha biiyilik olmas1 gerekmektedir. Uygun derinlik asildiktan sonra

residual parametresinin aktif olup olmamasini denetlemektedir.

conv_hiddn_units mult: Parametre, evrisim ve arttk ag katmanlarinda
kullanilacak filtre sayisinin belirlenmesi i¢in kullanilmaktadir. Varsayilan deger (16) ile bu

parametreden gelen degerin ¢arpimi sonucu filtre sayisi belirlenmektedir.

Tanimu : hp.loguniform(’conv_hiddn_units mult’, -0.5, 0.5)

Tanim aralig1 = [0,6065, 1,6498]

residual: Parametre, artik ag baglantis1 kullanilmasina yada kullanilmamasina karar
vermektedir. Eger kullanilacaksa ka¢ tane baglanti arka arkaya kullanilacak bunu

belirlemektedir.

Tanimu : hp.choice(’residual’, [None, hp.quniform(’residual units’, 1 - 0.499, 4 +
0.499, 1)]

Tamim aralig1 = {None, ’1°, °2’, ’3’, 4’}

Bu parametre conv_pool res start idx parametresi tarafindan belirlenen derinlik
gecildikten sonra kullanilabilir hale gelmektedir. Modelin ilk olusturma asamasinda
parametre uzayindan ’None’ gelmesi halinde bu parametre iizerinde islem yapmadan
atlanir. Diger durumlarda donen deger sayisi1 kadar artik ag baglantisini arka arkaya olacak

sekilde olusturulmasini saglamaktadir.
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pooling_type: Parametre, hangi havuzlama katman1 (maksimum havuzlama,
ortalama havuzlama, tamamen evrisimsel havuzlama, inception havuzlama) tipinin
kullanilacagina karar vermektedir. Tez kapsaminda maksimum havuzlama, ortalama
havuzlama, tamamen-evrisimsel havuzlama (Springenberg vd., 2014), inception havuzlama

(Szegedy vd., 2017) yontemlerinden yararlanilmistir.

Tanimu : hp.choice(’pooling_type’, [’'max’, ’avg’, ’all_conv’,’inception’]),

Tanim aralig1 = {’'max’, ’avg’, ’all conv’, ’inception’}

Bu parametre, parametre uzayi tarafindan her model icin bir kez belirlenmektedir.
Model iiretimi sirasinda kullanilacak tiim havuzlama katmanlarinda ayni tir

kullanilmaktadir.

conv_kernel size: Parametre, evrisimli katmanlarda kullanilacak ¢ekirdek

bliyiikligiinii belirlemektedir.

Tanim1 : hp.quniform(’conv_kernel size’, 2, 4, 1)

Tanim aralig1 = [2,4]

res_conv_kernel _size: Parametre, artik ag katmanlarinda kullanilacak c¢ekirdek

biiytikliigiinii belirlemektedir.

Tanimu : hp.quniform(’res_conv_kernel size’, 2, 4, 1)

Tanim aralig1 = [2,4]

fc_units 1 mult: Bu parametre tam bagli katmanlarda bulunan nd&ronlarin
arttirtlmas1 yada azaltilmasi i¢in kullanilmigtir. Parametre, varsayilan tam bagli katman

noron sayist (300) ile carpildiktan sonra o anki iizerinde calisilan modele dinamik bir

sekilde tam bagli katman noron sayisi olusturulmasi amaciyla kullanilmaktadir.
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Tanimu : hp.loguniform(’fc_units 1 _mult’, -0,6, 0,6)

Tanim aralig1 = [0,5488, 1,8221]

one_more_fc: Bu parametre tam baglh katman sonrasinda baska bir tam bagh
katman kullanilmasina yada kullanilmamasina karar vermektedir. Eger kullanilacaksa yeni
tam bagli katmanin ndron sayis1 varsayilan deger (200) bu parametre ile ¢arpildiktan sonra

olusturulmaktadir.

Tanimu : hp.choice(Cone more fc’, [None, hp.loguniform(’fc_units 2 mult’, -0.6,

0.6)])

Tanim aralig1 = {"None’} U [0,5488, 1,8221]

activation: Bu parametre modelin {iretimi sirasinda hangi aktivasyon
fonksiyonunun kullanilacagini belirlemektedir. Parametreden evrisimsel katmanlar, artik

ag katmanlar1 ve tam bagl katmanlarda yararlanilmaktadir.

Tanimi : hp.choice(’activation’, [’relu’,’gelu’, *swish’])

Tanim aralig1 = ’relu’, gelu’, *swish’

3.5. Aga¢ Bazh Parzen Tahminleyicileri

Hiperparametre optimizasyonu i¢in aga¢ bazli parzen tahminleyicileri (Bergstra vd.,
2011) algoritmasindan yararlanilmistir. Bu yontem Bayes optimizasyonu yontemidir ve
cesitli Kaggle yarigmalarinin kazanilmasinda hiperparametre optimizasyonu ger¢eklenmesi

icin kullanilmistir (Watanabe, 2023). Algoritma su adimlardan olugmaktadir :
¢ Baslangi¢ degerlerinin ayarlanmasi
e Rastgele deger icin amag fonksiyonunun degerlendirilmesi
¢ Ayirma algoritmasinin kullanim

o Agirliklandirma algoritmasinin kullanimi

36



e Uygun bant genisliginin se¢imi

e Parametre tipine uygun bilgilendirici olmayan oOnceki (Non-Informative Prior)

belirlenerek, somiirii (exploitation) kademesinin ¢ok yiiksek olmasinin 6nlenmesi
e Edinme fonksiyonu tarafindan degerlendirme yapilarak yeni degerlerin secilmesi

¢ Yeni deger kullanilarak amag fonksiyonunun degerlendirilmesi

TPE ile sirayla olusturulan modellerin performanslarina bakilarak ge¢cmiste modele
karsilik gelen hiperparametrelerden hangilerinin daha verimli sonuglar elde ettigi
hesaplanarak bir esik degeri secilmekte sonraki calisma zamaninda bu esik degere yakin
degerler secilmesi amaclanmaktadir. Esik degerinin se¢imi, baglangigta kesif (exploration)
diisiincesi ile degistirilmesi kolay, yumusak sinirlar ¢ercevesinde yapilmakta sonrasinda
uygun deger araligit bulundugunda sOmiirii (exploitation) asamasma gecilerek

degistirilmesi zor, kat1 bir sinir ¢ergevesi igerisinde gergeklestirilmektedir.

3.6. Baslangic Parametreleri

Bu kisimda modellerin egitilmesi i¢in kullanilan baslangic parametrelerine ve bu
parametreleri etkileyen bir hiperparametre varsa bu parametrenin hangisi olduguna dair
bilgilere Tablo 1’de yer verilmistir. Hiperparametre optimizasyonu sayesinde baslangi¢
degerleri optimize edilerek, baslangi¢ degerlerinin model mimarisine uygun olmadigi
durumlarda bile verimli dogruluk skoru elde edebilen modellerin olusturulmasi
saglanmistir. Baslangic degerleri olarak literatiirde siklikla yararlanilan degerler

kullanilmastir.
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Tablo 1

Modellerin iiretimi asamasinda kullanilan baslangic parametreleri ve bu parametreleri

etkileyen hiperpametreler tablosu

Parametre Hiperparametre Deger
Ogrenme orani Ir_rate mult ‘0,001°
Adim sayis1 - ‘100°
12 6grenme orant 12_weight reg mult ‘0,0007°
Filtre say1s1 conv_hiddn_units mult ‘16
Tam baglh katman néron fc_units 1 mult 300°
sayi1sl
Ikinci tam bagli katman néron one_more_fc 200°
say1s1

3.7. On Isleme Asamasi ve Egitim Prosediirii

Bu kisimda veri kiimesinin modellerin egitimi i¢in kullanilabilmesi i¢in
gerceklestirilen 6n islemler anlatilmistir. Veri kiimesinde bulunan tohum goériintiilerinin
piksel sayilar1 tohum morfolojisine bagli olarak degismektedir. Olusturulan python
kodundan yararlanarak tiim goriintiiler 224x224 piksel olacak sekle getirilmistir. Hedef
olarak 224x224 secilmesinin sebebi 2019°da (Altuntas vd., 2019) yapilan ¢alismada en 1iyi
sonucu lireten modelin VGG-19 olmast ve bu modelin 224x224’liik girdi kullanmasindan
kaynaklanmaktadir. Bir sonraki asamada 3000 tohum goriintiisii 2400’i egitim 600’1 test
icin olacak sekilde rastgele iki gruba ayrilmistir. Egitim veri kiimesi igerisinde 1416
diploid 984 haploid, test veri kiimesi igerisinde 354 diploid 246 haploid tohum goriintiisii
icermektedir. Gorlintiiler, python {izerinde okunmus, numpy dizisine ¢evrilmis ve
gorilintiilerdeki 1i¢ kanal (RGB) iizerinde normalizasyon islemi gergeklenmistir.
Normalizasyon islemi i¢in goriintiilere ait pikseller 255°e boliinmiis olusan degerlerden 0.5
cikartilarak goriintliye ait piksel degerlerinin O etrafina kiimelenmesi saglanmistir. Egitim
oncesi veriler lambda adi verilen bir katman araciligiyla tensorflowa ait
random_flip left right fonksiyonu yardimiyla veri artirimi ger¢eklenmistir. Bu fonksiyon
ile goriintiilerin rastgele olacak sekilde yatay diizlemde soldan saga dondiiriilmesi

saglanmistir. Sonraki asamada dnceki kisimda verilen baslangi¢c parametreleri kullanilarak
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modellerin olusturulma, egitilme ve dogrulama skoru elde edilmesi islemi baglatilir.
Kullanilan kayip fonksiyonu her model i¢in ayni olup Kategorik Capraz Entropi
(categorical crossentropy)’dir. Modellerin {iretimi asamasinda keras kiitiiphanesinin
Ozelligi olan callback’ten yararlanilarak her model i¢in her adima ait dogrulama skoru
kayit edilmis ve egitim, test islemi sonucu modele ait en iyi dogrulama skoru g6z oniinde
bulundurarak modellerin verimlilikleri tartistlmistir. Ornek olarak veri kiimesi iizerinde
%94,66 dogrulama skoru elde eden model, 100 adim egitilmesine ragmen 70. adimda bu

sonuca ulasmistir.

Modellerin tamami i¢in sadece evrigimsel ve inception havuzlama, katmanlarinda
kullanilan stride degeri ‘2’ olarak atanmistir. Geri kalan katmanlarin (Evrisimsel, artik)
tamaminda stride degeri ‘1’ dir. Modellerin tamamu i¢in katmanlara ait padding degeri

‘same’ dir.

3.8. Modellerin Uretim Adimlari

Bu kisimda modellerin iiretimi sirasinda gerceklesen islemler anlatilmis ve
mimarilerin her adimda nasil optimize edildiginden bahsedilmistir. Oncelikli olarak veriler
onislemden gegirilerek veri kiimesi lizerinde veri artirimi (Data Augmentation) yapilmustir.
Sonrasinda daha Onceden tanimladigimiz hiperparametre uzaymdan yararlanarak TPE
algoritmasi tarafindan parametre grubu islemi ger¢ceklenmektedir. Bu parametre grubu
yardimiyla model mimarisi iiretilmekte ve misir tohumlarma ait veri kiimesi kullanilarak
ikili siniflandirma islemi ger¢eklenmektedir. Sonraki adimda siniflandirma islemine ait
dogruluma skoru degerlendirilerek, TPE yardimiyla yeni bir parametre grubu
olusturulmakta ve yeniden aym islemler tekrarlanmaktadir. Sekil 7 modellerin {iretim

adimlarini gostermektedir.
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Dogrulama skoru

cinsinden
degeriendirme

Model Mimarisi
megi

Hiperparametre uzayr Parametreler / "‘I o L
Verinin Oniglemden yardimiyla yardimiyla model @O &y S
gegirilmesi parametrelerin ‘mimarisinin J FOIT st
belirenmesi olusturuimas: '\X" :Xl B

Evrigim Havuzlama Birakma Tam bagl

Katmanlan Katmanian Katmani katman Softma

Sekil 7. Modellerin iiretim adimlari.

Sekil 7 fiizerinde goriilebilecek model mimarisi 6rneginde bulunan soniimleme
(birakma) katmani hiperparametre uzayindan gelecek degerlerin tamami igin
olusmamaktadir. TPE algoritmasindan donen parametre degerlerine bagl olarak evrigim
katman1 sonrast ve tam bagli katman sonrasi soniimleme katmani kullanilma olasilig1
bulunmaktadir. Mimarinin iiretimi sirasinda kullanilan evrisim katmani, havuzlama
katmani ve tam bagl katman sayisida daha dnceden tanimlanan hiperparametre uzayindan

TPE algoritmasi yardimiyla dondiiriilen degerler yardimiyla olusturulmaktadir.
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DORDUNCU BOLUM
ARASTIRMA BULGULARI

Tez calismasinda misir tohumlarinin siniflandirilmast i¢in melez parametre
optimizasyonundan yararlanilarak ESA bazli model mimarisi iiretimi islemi
gergeklestirilmistir. Bu bdliimde tanimladigimiz  hiperparametre uzayi kullanilarak
Hyperopt kiitliphanesinin yardimiyla TPE algoritmasi ile olusturulan modeller test
dogrulugu acisindan karsilastirilmistir. Uretilen 100 modelin en iyi 20’si {izerinden hangi
parametrelerin, test dogruluguna olumlu yonde etki ettigi incelenmis ve parametrelerin
etkisi tartisgilmistir. Son olarak iiretilen modeller arasindan test dogrulugu agisindan en

yiiksek skoru elde eden modelin mimarisi paylasilmistir.

Test dogrulugu igin 6grenme egrileri

Test dogrulugu
°

Tohum siniflandirmast iin
°

Sekil 8. Uretilen tiim modeller igin adim sayisma karsilik gelen test dogrulugu icin

Ogrenme egrileri.

Sekil 8’de iiretilen 150 modelin her birine ait test dogrulugu grafigi yer almaktadir.
Elde edilen en diisiik skor 0,5916, en yiiksek skoru 0,9466 olmustur. Problemin ikili
siniflandirma islemi oldugu goz 6niinde bulundurulursa en kétii sonug elde eden modelin
verimsiz calistigt goriilebilir. Grafiklerin okunabilirligini arttrmak ve gorece olarak

verimsiz ¢alisgan modellere ait verileri dikkate almamak i¢in bu asamadan sonra test

41



dogrulugu ac¢isindan en iyi 20 skoru iireten model ve bu modellerin parametreleri hakkinda
bilgi verilecektir. En iyi 20 model arasindan en ké&tii sonu¢ eden modelin test dogrulugu

skoru 0,9308’dir. Kalan modellerin skorlar1 0,9308 — 0,9466 araliginda yer almaktadir.

‘batch_size' hiperparametresine bagli model performansi

.,\3"!‘ " | "Q‘ \‘M"'
"\‘M i i

Test dogrulugu
°

Tohum siniflandirmast iin
°

.0
— 200
.0

EENEE BN RN R W
58565588588

.0
0.0
.0

0.0
14.0
8.0

Adim sayist

Sekil 9. En iyi 20 model i¢in batch_size hiperparametresi sonuglari.

Sekil 9’da batch size parametresi i¢in model sonuglar1 yer almaktadir. Grafik
incelendiginde 10-32 araliginda deger alabilen parametrenin ¢ogunlukla {ist sinira yakin
degerlere sahip olmadig1 goriilmiistiir. Bu durumdan o&tiirii batch size degerinin diisiik

olmasinin modellerin verimliligi agisindan pozitif etkisi oldugu sdylenebilir.

Sekil 10’da activation parametresi i¢in model sonuclart yer almaktadir. En iyi 20
modelden biiyiik cogunlugu gelu aktivasyon fonksiyonundan yararlanmistir. Sirastyla bunu
relu ve swish takip etmistir. Grafige bakilarak olusturdugumuz hiperparametre uzay1 igin

GELU aktivasyon fonksiyonunun daha verimli sonuglar elde ettigi séylenebilmektedir.

GELU'nun neden RelLU'dan daha iyi performans gosterdigine dair olasi1 bir agiklama,
GELU'nun sifira yakin yerlerde daha piiriizsiiz olmasi1 ve tiim araliklarda tiirevlenebilir

olmasidir. GELU, negatif aralikta kii¢lik gradyanlara izin verdigi i¢in ReLU'nun yasadig1
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"6len noronlar" sorununun kotii yonlii etkisini hafifletmektedir (Hendrycks ve Gimpel,

2016).

‘activation’ hiperparametresine bagli model performansi
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Sekil 10. En 1yi 20 model i¢in activation hiperparametresi sonuglari.

Cekirdek boyutunun artmasi toplam parametre sayisimi arttirmaktadir. Bu durum
siniflandirmay1 gergeklestirmek i¢in kullanilan modelin daha yiiksek bir karmasikliga sahip
olmasina yol agmaktadir. Ancak yiiksek ¢ekirdek boyutu her zaman daha iyi verimlilik
saglamamaktadir. Daha Onceden yapilan c¢alismalar (Richter vd., 2021) en iyi verimli
sonucu elde etmek i¢in ¢ekirdek boyutunun her ag mimarisine 6zel olarak olusturulmasi

gerektigini bulmustur.

Sekil 11°de conv_kernel size parametresi i¢in model sonucglart yer almaktadir.
Grafik incelendiginde cekirdek boyutu olarak 3 ve 4’iin belirgin bir sekilde daha fazla
kullanildig1 goriilmiistiir. Grafikte evrisimli katmanlar i¢in ¢ekirdek biiytikliigiiniin ikiden
biiylik olmasinin test dogrulugu yoniinden pozitif etkisi goriilmiistiir. Yeni olusturulacak
hiperparametre uzayinda 3 ve 4 ‘iin yani sira daha yiiksek ¢ekirdek boyutlar1 kullanilmasi

Onerilmektedir.
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kernel_size' hiperparametresine bagl model performansi
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Sekil 11. En iyi 20 model i¢in conv_kernel size hiperparametresi sonuglari.

Sekil 12°de conv_pool res start idx parametresi i¢in model sonuglart yer
almaktadir. Bu parametre i¢in grafikten anlamli bir sonu¢ bulunamamistir. Tanim

araliginda bulunan her bir deger [0,1,2] i¢cin yaklasik benzer sayida (5-8) kullanim vardir

‘conv_pool_res _start_idx' hiperparametresine bagli model performansi

aaaaaaaaaa

Sekil 12. En iyi 20 model i¢in conv_pool res_start idx hiperparametresi sonuglari.
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Sekil 13°te conv_dropout drop proba parametresi i¢in model sonuglart yer
almaktadir. Bu grafikte evrisimli katmanlardan sonra soniimleme katmani kullanilirsa bu
katmandaki soniimleme oram kag¢ olmali ? Sorusuna cevap aranmistir. Ust limit olan 0,35
g0z Oniine alindiginda verimli ¢alisan modellerin bu degere biiyiik 6l¢iide yakinlasmadigi
goriilmiistiir. Modellerin 13 tanesinde 0,20 alti degerler kullanilmistir. Tanimladigimiz
hiperparametre uzaymin bu acidan istenenden biiyilk bir c¢ergceveye sahip oldugu
sOylenebilir. Yeni bir hiperparametre uzayr olusturulmasi sirasinda bu parametre icin [0,

0,20] araliginda tanim yapilmas1 onerilmektedir.

‘conv_dropout_drop_proba’ hiperparametresine bagli model performansi
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Sekil 13. En 1yi 20 model i¢in conv_dropout drop proba hiperparametresi sonuglari.

Evrisimsel katmandaki optimum filtre sayisi sabit bir deger degildir ve ¢oziilmesi
istenen probleme ve veri kiimesine gore degisebilmektedir. Filtre sayisinin ¢oklugu agin

Ogrenebilecegi 6zellik miktarini arttirmaktadir.

Sekil 14’te conv_hidden units mult parametresi icin model sonuglart yer
almaktadir. Parametre evrisim katmanlarindaki filtre sayisinin belirlenmesi i¢in

kullanilmaktadir. Tanim aralig1 [0,6065, 1,6498] ve varsayilan deger olan 16 goz Oniine
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alindiginda. Grafikten goriilebilecegi iizere en iyi modellerin ¢ogunlugu alt sinira yakin
degerlerden yararlanmistir. Bu parametre igin varsayilan degerin diigiiriilmesi ya tanim
araliginin orta noktasi 0,8 olacak sekilde yeniden belirlenmesi 6nerilmektedir. Elde edilen
sonuglar 1s18inda  mimarilerin  olusturulmasi sirasinda kullanilan filtre sayisinin

disiiriilebilecegi gortilmiistiir.

‘conv_hiddn_units_mult' hiperparametresine bagh model performansi
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Sekil 14. En 1yi 20 model i¢in conv_hidden units mult hiperparametresi sonuglari.

Sonlimleme oraninin ¢ok yliksek olmasi yetersiz uyumlamaya (underfitting) yol
acabilmektedir. Bu oranin ¢ok az olmasi ise asirt uyumu (overfitting) énlemek i¢in yeterli

diizenleme saglanmasini engellemektedir (Park ve Kwak, 2017).

Sekil 15°te fc_dropout_drop proba parametresi i¢in model sonuglar1 yer almaktadir.
Grafik incelendiginden 10 farkli model i¢in parametrenin 0,40 {izerinde oldugu ve sadece
bir modelde parametrenin 0,20’nin altinda oldugu goriilmiistiir. Sonuglara bakarak tanim
araliginin [0, 0,6] oldugu goz oniinde bulundurulursa tanim araliginin [0,20, 0,80] olacak

sekilde yeniden diizenlenmesi gerektigi diistiniilmektedir.
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‘fc_dropout_drop_proba' hiperparametresine bagli model performansi
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Sekil 15. En 1yi 20 model i¢in fc_dropout drop proba hiperparametresi sonuglari.

Tam baglantili katmanin amaci, belirli bir gérev i¢in evrisimli katmanlar tarafindan
tespit edilen oOzellikleri birlestirmektir. Katmanlarda bulunan ndron sayist modelin
performansi biiyiik olciide etkilemektedir. Noron saymin artmasi girdi verileri ile hedef
degiskenler arasi iligkiler yumaginin anlasilmasini kolaylastirmaktadir. Ancak sayimin fazla

olmasi durumunda model karmasiklig1 yiiziinden asir1 ezberlemeye yol agabilmektedir.

Sekil 16°da fc_units 1 mult parametresi i¢in model sonuclari yer almaktadir. Bu
parametre tam bagl katmandaki néron sayisini belirlemektedir. Parametrenin tanim araligi
olan [0,5488, 1,8221] gz oniinde bulunduruldugunda grafikten 15 modelin 1 degerinin
altinda verimli sonug irettigi goriilmistir. Bundan dolay1 ya parametre uzayr 1’e
yakinlasacak sekilde yeniden tanimlanmasi yada varsayilan tam bagli katman noron sayisi

300’1in diisiirtilmesi 6nerilmektedir.
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fc_units_1_mult' hiperparametresine bagh model performansi
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0.

40
Adim sayisi

Sekil 16. En iyi 20 model i¢in fc_units 1 mult hiperparametresi sonuglari.

Sekil 17°de first conv parametresi i¢in model sonuglar1 yer almaktadir. Bu
parametre model baslangicinda 6zel evrisimli katman yapisi kullanilip, kullanilmamasina
karar vermektedir. Grafikten goriilebilecegi tizere 4 model disinda kalan tiim modellerde 4
parametresi kullanilmistir. Yani en iyi sonug iireten 16 modelde 6zel yap1 olarak ilk 4

katman arka arkaya evrisim katmanindan olusmaktadir.

“first_conv' hiperparametresine baglh model performansi

Test dogrulugu
°

Tohum siniflandirmasi igin
°

02

Sekil 17. En 1yi 20 model i¢in first conv hiperparametresi sonuglari.
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Sonuglar 151ginda first conv parametresinin tanim kiimesinin {’none’,’3’,’4’} ’ten
{°4°,°5°,°6’} ’ya degistirilmesi Onerilmektedir. Bu deger i¢in none parametresine sahip bir
model disinda hi¢ bir model ilk 20’ye girememistir. Sonuclar incelendiginde model
mimarisinin baslangicinda kullanilan 6zel evrisim katmani yapisinin modellerin test

dogruluk skorlarina biiyiik dl¢tide olumlu etki ettigi goriilmiistiir.

Sekil 18’de 12 weight reg mult parametresi icin model sonuglar1 yer almaktadir.
Tanim arali§1 g6z oniine alindiginda [0,272532, 3,669297] 18 modelin parametre olarak
1’den ytiksek deger aldigir goriilmiistiir. Bu parametrenin tanim aralifinin yukar: yonlii
olacak sekilde yeniden tanimlanmasi yada varsayilan deger olan 0.0007’nin artirilmasi

Onerilmektedir.

'I2_weight_reg_mult' hiperparametresine bagli model performansi
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Adim sayisi

Sekil 18. En iyi 20 model i¢in 12_weight reg mult hiperparametresi sonuglari.

Sekil 19°da Ir rate mult parametresi icin model sonuglar1 yer almaktadir. [0,6065,
1,6498] tanim aralifi goéz oniline alindiginda bu parametreye ait sonucglarin esit dagildig:
sOylenebilir. Grafikten bu parametreye dair belirgin bir oriintii yakalanamamigtir. Sonuglar
incelendiginde oOgrenme oranini uyarlanabilir bir sekilde belirleyen optimizasyon
yontemlerinin (ADAM, NADAM, RMSP) verimli calistigi i¢in TPE’e tarafindan

hesaplanan esik degerinden biiyiik 6l¢iide etkilenmedigi diisiiniilmektedir.
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Adim saysi

Sekil 19. En iyi 20 model i¢in Ir_rate mult hiperparametresi sonuglari.

Sekil 20°de nb_conv_pool layers parametresi i¢cin model sonuglar1 yer almaktadir.
Grafik incelendiginde modeller 18 tanesin bu parametre i¢in 3 degerini kullanildig:

goriilmustir. {2,3} olan tanim araliginin {3,4,5,6} olarak genisletilmesi Onerilmektedir.

‘nb_conv_pool_layers' hiperparametresine bagh model performansi

L f.?,‘m'm

\&Q? W" "

st dogrulugu
°

Tohum siniflandirmasi igin Te:
°

Adim sayisi

Sekil 20. En 1yi 20 model i¢in nb_conv_pool layers hiperparametresi sonuglari.
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nb_conv_pool layers parametresi olusabilecek mimarinin derinligini biiytiik dlctlide
etkiledigi icin tanim araliginin arttirtlmasi sonrasi egitim i¢in ihtiya¢ duyulacak donanim

kaynaklarinda biiyiik ol¢iide artis olusabilecegi diistiniilmektedir.

Sekil 21°de one more fc parametresi i¢cin model sonuglari yer almaktadir. Bu
parametre sadece 2 farkli model i¢in aktive olmustur. Kalan 18 modelde degeri null (siyah
renk) olarak belirlenmistir. Parametrenin dogruluk skoruna negatif yonde etki ettigi
diistiniilmektedir. Parametreden yararlanan iki farkli modelin dogruluk skorlar1 sirasiyla
0,8683 parametresi i¢in %92,83, 1,7511 i¢in %93,25’tir. Tanim aralig1 olan 'None’ U
[0,5488, 1,8221] g6z Oniline alindiginda en iyi 20 modelin iicte ikisinde bu parametreye
dair Ornekler gelmesi beklenirken sadece 2 defa kullanilmasi bu parametrenin test

dogrulugu agisindan negatif yonden etki yarattigini gostermektedir.

‘one_more_fc' hiperparametresine bagl model performansi

Test dogrulugu
°

Tohum siniflandirmast iin
°

Adim sayist

Sekil 21. En 1yi 20 model i¢in one more fc hiperparametresi sonuglari.

Sekil 22’de optimizer parametresi i¢in model sonuglari yer almaktadir. Grafikten
goriilebilecegi iizere en iyi 20 modelin biiylik cogunlugu ADAM optimizasyon algoritmasi
kullanmaktadir. 1 model NADAM, 3 model RMSP algoritmasindan yararlanmistir.
Sonuglar 1s181nda optimizer parametresi i¢in sadece Adam olacak sekilde sabitlenmesi yada

farkli algoritmalarin test edilmesi onerilmektedir.
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‘optimizer' hiperparametresine bagl model performansi

st dogrulugu
°

Tohum siniflandirmast igin Te:
°

Adim sayist

Sekil 22. En iyi 20 model i¢in optimizer hiperparametresi sonuglari.

Sekil 23’de pooling_type parametresi i¢in model sonuclar1 yer almaktadir. Biiyiik bir
iistiinliikle inception havuzlama yontemi en verimli sonuglar1 elde etmistir. 20 modelin 2

tanesinde avg, 2 tanesinde all conv, 2 tanesinde max havuzlama yontemi kullanilmistir.

ine bagli model perfo

‘pooling_type" hiperparam

Test dogrulugu
°

Tohum siniflandirmasi igin

Adim sa yist

Sekil 23. En 1yi 20 model i¢in pooling_type hiperparametresi sonuclari.

Kalan 14 modelde inception havuzlama ydnteminden yararlanilmistir. Ozellikle %94
tizeri test dogrulugu skoruna sahip tiim modellerde inception havuzlama yontemi
kullanildigr goriilmistiir. Sonuglar 1s18inda pooling type parametresi parametresi igin
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sadece inception olacak sekilde sabitlenmesi yada farkli havuzlama tiirlerinin test edilmesi

Onerilmektedir.

Sekil 24°te res _conv_kernel size parametresi i¢in model sonuglar1 yer almaktadir.
Tanim araligi olan [2,4] gbz Oniine alindiginda iyi skor elde eden modellerin biiyiik
cogunlugunda 4 parametresinin kullanildigr goriilmiistiir. Sonuglar 15181Inda  tanim

araliginin [4,6] olacak sekilde yeniden diizenlenmesi 6nerilmektedir.

conv_kernel_size' hiperparametresine bagh model performansi

°
&

Tohum siniflandirmast iin Test dogrulugu
14
&

Adim sayist

Sekil 24. En iyi 20 model i¢in res _conv_kernel size hiperparametresi sonuglart.

Sekil 25’te residual parametresi i¢in model sonuglar1 yer almaktadir. Bu parametre
sadece bir modelde kullanilmistir. Parametrenin dogruluk skoruna negatif yonde etki ettigi
diistiniilmektedir. Artik baglarin kullaniminin genel anlamda ESA basarimini disiirdiigi

goriilmiistlir. Parametrenin hiperparametre uzayindan tamamen ¢ikarilmasi dnerilmektedir.
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bagl model performansi
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Sekil 25. En 1yi 20 model i¢in residual hiperparametresi sonuglari.

Sekil 26’da use BN parametresi i¢in model sonuglar1 yer almaktadir. Bir model harig

modellerin tamaminda batch normalizasyonundan yararlanilmistir. Parametrenin

kullanilma ihtimalinin ’True’ yapilarak hiperparametre uzayinda alacagi degerin

sabitlenmesi Onerilmektedir.

‘use_BN' hiperparametresine bagli model performansi
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Adim sayisi

Sekil 26. En 1yi 20 model i¢in use BN hiperparametresi sonuglari.
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Sekil 27°de modellerin iiretilmesi sirasinda denenmis parametrelerin  test
dogruluguna bagh dagilim grafigi yer almaktadir. Bu grafik incelendiginde batch size
parametresinin yiiksek olmasinin skora negatif etkisi oldugu goriilmiistir. Tam bagh
katmandaki noéron sayisini belirleyen fc units 1 mult parametresinin diisiik oldugu
durumlarda validasyon skorunda benzer sekilde gerileme gerceklestigi goriilmustiir.
Ozellikle Nadam optimizasyon algoritmasi ve all _conv havuzlamanin birlikte kullanildig1
durumlarda test dogrulama skoru biiytlik 6l¢iide diislis gostermistir. Genel anlamda Nadam
optimizasyonunun verimsiz sonug iirettigi sdylenebilir. Ozellikle first conv parametresinin
degerinin 4 yerine 3 olmasi durumunda negatif yonlii etki goriilmiistiir. Negatif yonli
baska bir etki ise 12 weight reg mult parametresinin 2 degeri lizerinde olmas1 durumunda

gerceklesmistir.
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Sekil 27. Tiim modeller i¢in hiperparametre uzayi iizerinde denenmis parametrelerin test

dogruluguna bagl dagilimini gdsteren matris grafigi.
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Son olarak Sekil 28’de iiretilen modeller arasinda %94,66 ile en iyi test dogrulugu

skorunu elde eden modele ait mimari paylasilmistir. Model aktivasyon fonksiyonu olarak

gelu, optimizasyon algoritmasi olarak *’Adam’, havuzlama katman tiirii olarak ’inception’

kullanmaktadir. Modele ait hiperparametrelerin tiimiine asagida bulunan Tablo 2.’de yer

verilmistir.

Tablo 2

En iyi modele ait hiperparametre degerleri tablosu

Hiperparametre Deger
Activation Gelu
Batch_size ‘16.0°

Conv_dropout drop proba
Conv_hiddn_units_mult
Conv_kernel size
Conv_pool res_start idx
Fc_dropout drop proba
Fc units 1 mult
First_conv

L2 weight reg mult

Lr rate mult
Nb_conv_pool layers
One_more fc

Optimizer

Pooling_type

Res conv_kernel size
Residual

Use BN

‘0,19363839453793 °
‘0,6113404403786434 °
‘3.0°

‘1.0°
‘0,4118566751213981°
‘0,8532731416958078 °
4
‘3,3371144967559285°
‘0,9248006083166472°
3

Null

Adam

Inception

4

Null

‘True’

Tablo 2’de yer alan parametrelerin tamami1 daha 6nceden tanimlanan hiperparametre
uzay1 icerisinden TPE algoritmas1 yardimiyla otomatik olarak olusturulmustur.
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Sekil 28. Uretilen en iyi modele ait mimarinin yapist.

Bu kisimda Sekil 28 ile gosterilen mimarinin nasil olusturulduguna dair detayl bilgi

verilecektir. Mimari incelendiginde, ilk katman olan ‘input 1’ katmanmin 224x224
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piksellik 3 kanaldan (r,g,b) olusan goriintiileri girdi olarak aldig1 goriilebilmektedir.
Sonraki katman olan ‘lambda’ iizerinde veri arttirimi islemi ger¢eklenmistir. Modele ait
‘“first conv’ hiperpametresi degeri, TPE algoritmasi tarafindan 4 olarak belirlendigi i¢in
lambda katmani sonrasi 6zel evrisim katmani kullanilmistir. Bu katmandaki filtre
sayisinin  belirlenmesi i¢in kullanilan ‘conv_hiddn units mult’ hiperparametresinin
baslangic degeri ‘16’ oldugu i¢in bunun yansimasi olarak ilk katmanda ‘16’ filtre
kullanilmistir. Bu katmana ait kernel biiyiikligii first conv degeri tarafindan 4’
belirlenmistir. Stride degeri ‘1’ olarak atanmistir. Katmanin aktivasyon fonksiyonu ‘Gelu’
olarak TPE tarafindan belirlenmistir. Mimarinin tamaminda ayni aktivasyon
fonksiyonundan yararlanilacaktir. Baglangi¢ 12 agirliklarida ilk olarak bu katman tizerinde
varsayilan deger (0,0007) ile mimariye ait hiperparametrenin (3,3) ¢arpimi sonucunda elde
edilmis ve kullanilmistir. Mimarinin tamami i¢in yine bu ¢arpim sonucu olusan

parametreden yararlanilacaktir.

Bir sonraki adimda filtre sayis1 varsayilan deger (16) ile ‘conv_hiddn units mult’
parametresinin  (0,6113404403786434) dondiirdiigii degerin carpimi sonrasi yeniden
olusturulmugtur. Bir sonraki katmanin filtre sayisi bu degerin tamsay1 olan kismi (9) ile
belirlenmektedir. ‘nb_conv_pool layers’ parametresi bu mimari i¢in TPE algoritmasi
tarafindan ‘3° olarak atandigi i¢in mimarinin U¢ farkli evrisim katmani icermesi
zorunlulugu bulunmaktadir. Bu katmanlarin herhangi birinden sonra artik ag katmani
yapisinin kullanilabilme ihtimali bulunmaktadir. Bu katmanlar sirasiyla ‘conv2d 1°,
‘conv2d 8’, ‘conv2d 15’ katmanlarindan olusmaktadir. Mimariye ait
‘Conv_pool res start idx’ hiperparametre degeri ‘1.0’ oldugu icin artitk aglarin
kullanilabilmesi i¢in Oncesinde en az bir adet evrisimli ag katmani kullanilmasi
zorunlulugu olusmustur. Bu yiizden incelenen mimari i¢in ‘conv2d’ katmani sonrasi artik
ag yapisi kullanilabilmektedir. ‘use BN’ parametresi degeri ‘True’ oldugu igin iistte

verilen {i¢ farkli katman sonras1 batch normalizasyonu katmani kullanilmistir.

Artik ag katmani yapisi evrisim katmani sonrast aktive olma sansina sahiptir. Eger
‘use BN’ parametresi degeri ‘True’ ise bu aktivasyon batch normalizasyonu katmani
sonrasinda gerceklestirilir. Sekil 28’den goriilebilecegi tizere iiretilen en 1yi mimari i¢in

artik ag yapisi, ‘batch normalization’ , ‘batch normalization 3’, ‘batch normalization 6’
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sonrasinda aktive olmustur. TPE tarafindan seg¢ilen havuzlama tipi parametresi tipi
inception oldugu i¢in artik aglarin olusturulmasi sirasinda inception azaltma modiili
(reduction module) mantigindan (Szegedy vd., 2017) yararlanilmistir. Tez kapsaminda
uygulanan bu yontemde bir onceki katmandan gelen girdi oncelikle ii¢ farkli evrigim
katmanina aktarilmaktadir. Bu ii¢ evrisim katmanindaki filtreler bir 6nceki katmana oranla
0.33 ile carpilip 1 eklenerek diisiiriilmektedir. Bu asamadaki her bir evrisim katmani
kendine o6zel farkli havuzlama yontemi ve mimari kullanilan alt bir sinir ag1 gibi
diisiiniilebilir. Ilk evrisim katmani, (conv2d 3, conv2d 10, conv2d 17) katmana gelen
girdi lizerinde evrigimli havuzlama yontemi kullanmasi sonucu olusan girdiyi iletmektedir.
Ikinci evrisim katmani, (conv2d 4, conv2d 11, conv2d 17), kendisine gelen girdiyi filtre
sayis1 daha yiliksek baska bir evrisim katmanina girdi olarak vermek ve sonrasinda
evrisimli havuzlama yontemi kullanilmaktadir. Filtre degerinin belirlenmesi i¢in girdi 0.40
ile carpilip 1 eklenilir. Ugiincii evrisim katmami, gelen girdiden yararlanarak max
havuzlama yontemi ile ¢ikt1 iiretmektedir. Max havuzlama yontemi i¢in kullanilan havuz
buytikligi degeri ‘(3,3)’, stride degeri ‘2’ olarak tanimlanmistir. Son olarak bu ti¢ farkh

katmanin ¢iktisi (concatenate, concatenate 2, concatenate 3 ) birlestirilmektedir.

Bu katman sonrasi eger ‘Conv_dropout drop proba’ parametresi degeri sifir degil
ise bu asamada dropout katmani aktive olmaktadir. Inceledigimiz mimari i¢in bu deger
‘0,19363839453793” oldugu i¢in en iyi mimari i¢in bu agsamada dropout katmani aktive
olmustur. Sonraki adimda artik ag katmani yapist ‘nb_conv_pool layers’ parametresi ‘3’
sayist kadar tekrar gerceklestirilmektedir. Bu ylizden inceledigimiz mimari igin ii¢lincli
tekrar gergeklestikten sonrasi dropout katmani arkasindan tam bagli katman kullanilmistir.
Tam bagh katman sayisinin bir mi ? Birden ¢ok mu ? Olacagini belirleyen ‘One more fc’
parametresi bu mimari i¢in ‘Null’ oldugundan dolay1 sadece bir adet tam bagli katman
kullanilmigtir. Tam bagli katman sonrasi dropout olup, olmamasina karar veren
‘Fc_dropout _drop proba’ incelenen mimari i¢in pozitif oldugundan dolay1r tam bagh
katman sonrast dropout katmani yer almaktadir. Son olarak yaptigimiz islem ikili
simiflandirma oldugu icin sigmoid aktivasyon fonksiyonu ve hiperparametre uzayi

tarafindan tanimlanan 12 agirliklarindan yararlanilarak ¢ikti katmani olusturulmustur.
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BESINCIi BOLUM
SONUC VE ONERILER

Hiperparametreler, giliniimiizde bir sinir agmin mimarisini belirlemek, egitim
yapilacak agin 6zelliklerini tanimlamak yada her ikisini birden gerceklestirmek (Aszemi ve
Dominic, 2019) amaciyla kullanilabilmektedir. Bu tez ¢alismasinda hem ESA mimarisini
belirlemek hemde agin oOzellikliklerini tanimlamak amaciyla hiperparametre uzayi
olusturulmustur. Bu ¢alismada halkin kullanimina agik haploid ve diploid misir tohumlar1
goriintiilerinden olugan veri kiimesinden yararlanilmistir. Veri kiimesi iizerinde tensorflowa
ait random flip left right fonksiyonu yardimiyla veri arttirnmi (data augmentation)
gerceklenmistir. Calismada misir tohumu siniflandirmasi igin ESA mimarisi olusturma
amaciyla daha oOnceden tamimlanmis hiperparametre uzaymdan yararlanilarak
hiperparametre optimizasyonu gerceklenmis ve 150 farkli model mimarisi olusturulmustur.
Tezin arastirma konusu eldeki veri kiimesi lizerinde verimli bir sekilde siniflandirma
yapabilmek i¢in hiperparametre uzayinda bulunan parametrelerin hangilerinin, olusturulan
ESA mimarisine pozitif, hangilerinin negatif etkiye sahip oldugunu arastirmak ve pozitif
etkiyi arttirmak, negatif etkiyi azaltmak i¢in gerceklestirilebilecek islemleri tartigmaktir.
Tez kapsaminda, egitilebilir parametre sayisinin belirlenmesine biiyiik dl¢iide katki sunan
tam bagli katman ndron sayisinin belirlenmesini  saglayan hiperparametreler
(fc_units 1 mult, one more fc ) bilerek diislik tutularak, ayni veri kiimesi i¢in literatiirde
bulunan c¢aligmalarda kullanilan mimarilerden daha diisiik parametre sayisina sahip
olmasina ragmen benzer ya da daha iyi dogruluk skoru elde eden mimarilerin {iretilip,

iiretilemeyecegi arastirilmistir.

Uretilen en iyi modelin mimarisi basarimi daha &nce bir ¢ok kez kanitlanmis
(Altuntas vd., 2019) VGG-19 modelinden daha iyi test dogrulugu skoru elde etmistir.
Uretilen modelin mimarisi (9 milyon), egitilebilir parametre sayis1 yoniinden VGG-19’a
(144 milyon) oranla ¢ok daha diisiiktiir. Bu diisiikliikten dolay1 elde edilen mimarinin
model karmasikligi daha az olmus ve modelin asir1 ezberleme (overfitting) ihtimali
diistiriilmiistiir. Parametre sayisinin diisiiriilmesinin ayni zamanda daha hizli egitim ve
degerlendirme siireleri elde edilmesine sagladigi icin iiretilen modelin bu yonden de daha

basarili oldugu sdylenebilmektedir. Uretilen modele ait egitilebilir parametre sayisinin
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diistikliigiinden kaynaklanan baska bir avantaj ise modelin egitilebilme ve kullanilabilmesi
icin gereken gerekli donanimin gorece olarak daha az maliyetli olmasidir. Bu durum

tiretilen mimarinin ug cihazlarda (edge devices) kullanilabilme olasilig1 arttirmaktadir.

Tez kapsaminda iiretilen tiim modellere ait mimarileri olusturan parametreler analiz
edilmis bunlarin arasindan en iyi 20 model arasinda karsilastirma gergeklenmistir.
Kargilastirma sonucunda hiperparametre uzaymda ileriye doniik yapilabilecek
iyilestirmeler tartisilmustir. Uretilen en iyi model %94,66 test dogrulugu skoru ile daha
onceki calismalardan (Altuntas vd., 2019) (Dénmez, 2020) daha verimli sonuglar ortaya

cikarmistir.

Tez c¢iktilarindan yararlanilarak yeni bir hiperpametre uzayir olusturmasi ve
sonrasinda tekrar model {iretim isleminin ger¢eklenmesinin, test dogrulugu agisindan daha
verimli sonu¢ iireten yeni modellerin liretimine olanak saglayacagi diisliniilmektedir.
Calismanin iyilestirilmesi i¢in yapilabilecek bagka bir islem ise baslangi¢c parametrelerinin
degistirilmesidir. Ozellikle tam bagli katmanlarda bulunan néron sayilarini belirleyen
hiperparametrelere (fc_units 1 mult, one more fc) ait varsayilan baslangi¢ degerlerinin
(200, 300) degistirilmesi sonucu test dogruluk skoru iizerinde iyilesme goriilmesi
beklenmektedir. Gelecekte yapilabilecek baska bir iyilestirme ise {iretilen mimari,
mimarilerin farkli veri kiimeleri {izerinde test edilmesidir. Uretilen mimarilerin her tiir veri
kiimesinde verimli sonuglar elde edip etmedigi tez kapsaminda incelenmemistir. Bu
incelemenin gerceklenmesi iiretilen model mimarilerinin yeni veri kiimelerine verimli bir

sekilde adapte olup olamayacagini gosterecektir.

Derin O6grenme ve hiperparametre optimizasyonu i¢in gerekli olan donanim
maliyetinin  giiniimiizde gittikce diismesi ile bu konulara olan ilginin artmasi
beklenmektedir. Bu ilginin artmasi sonucunda tiim veri kiimeleri {izerinde gorece olarak
verimli sonu¢ elde eden VGG-19, AlexNet, GoogleNet, ResNet ve benzerleri gibi
mimarilerin yerine, hiperparametre optimizasyonundan yararlanilarak ele alinan veri

kiimesine 6zel iiretilmis mimarilerin daha sik kullanilacagi 6ngoriilmektedir.
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